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OZET

Egitim-0gretim stiresince Ogrencilerin dogru yonlendirilmesi, ileride karsilasabilecek
basarisizliklarin 6nlenmesi agisindan olduk¢a Onemlidir. Zamaninda mezun olamayan
Ogrenciler, gen¢ is giicliniin azalmasiin yani sira hem aile hem de {ilke ekonomisinin
olumsuz yonde etkilenmesine neden olabilmektedir. Bu durum zamaninda mezun
olamayan ogrenciler ile ilgili calismalar1 gerekli kilmaktadir. Ogrenciler ile ilgili egitsel
verilerin analiz edilmesi bu amaca yonelik ¢alismalar icerisinde yer almaktadir. Ozellikle
yikksekdgretim  kurumlarinda her yil ¢ok sayida egitsel verinin  biriktigi
degerlendirildiginde, bu verilerin ¢esitli yontemler ile analiz edilmesi daha 6nemli hale
gelmektedir. Bu c¢alisma kapsaminda, Amasya Universitesi Uzaktan Egitim Cocuk
Gelisimi, Tibbi Dokiimantasyon ve Sekreterlik, internet ve Ag Teknolojileri, Mekatronik
ve Elektrik programlarina 2016-2017 giiz doneminde kayit yaptiran On lisans
ogrencilerinin zamaninda mezun olabilme durumlarina iliskin ¢ikarimlarda bulunulmaya
calisilmistir. Tahmin i¢in Karar agaci, Naive bayes, Destek vektor makinesi, Random
forest ve Yapay sinir aglar1 algoritmalar1 kullanilmistir. Algoritmalar ile yapilan analiz
sonucunda olusan simiflandirma performans 6lgiitlerine (accuracy, kappa, recall, precision,
f-measure) karsilastirilmali olarak ¢alismada yer verilmistir.
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ABSTRACT

Correct orientation of students during education is very crucial for preventing future
failures. Students who cannot graduate at the time may cause negative impacts on the
family and the country's economy as well as the decrease of the young labor force. This
situation requires the studies to be held concerning the students who cannot graduate in
time. Analyzing the educational data related to the students is included in this kind studies.
Considering the accumulation of large number of educational data in higher education
institutions, it becomes more important to analyze these data with various methods. In data
mining, which is one of the methods used to analyze the data, estimation, classification and
clustering methods are benefited. In this study, inferences were tried to be made about
whether the students who enrolled to Amasya University Distance Education Child
Development, Medical Documentation and Secretariat Associated Degree Programs in
2016-2017 will be able to graduate on time or not. Decision tree, Naive Bayes, Support
vector machine, Random forest and Artificial neural networks algorithms are used for
estimation. The classification performance criteria (accuracy, kappa, recall, precision, f-
measure) which occurs as the result of the analysis with algorithms are included
comparatively in the study.
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1.  GIiRiS

Bilgi ve veri iletisim teknolojilerinin hizli bir bigimde degismesi ve gelismesi tiim
toplumlar1 bilgi iiretmeye dogru yoneltmistir. Bilgiyi iiretebilen ve faydali bir sekilde
kullanabilen toplumlar, teknolojinin gelismesine katkida bulunmaktadirlar. Uretilen
teknolojinin kullanilmasi insanlarin hayatlarim1  kolaylastirmakta ve her tiirli olay
karsisinda hazir olmalarin1 saglamaktadir. Teknolojik gelisimlere uyum saglayabilen
toplumlar, teknolojinin sagladigi yararlari yasamlarina entegre ederek bu geliseme uyum

saglayamayan toplumlarin her zaman bir adim 6niinde olusmusturlar [1].

Teknolojinin gelismesiyle beraber tiim toplumlarda kullanilan bilginin dijital ortamlarda
kolayca saklanabilmesiyle birlikte olusan veri tabanlari sayisin1 da giin gegtikce
arttirmaktadir. Veriye ulasmanin ve veriyi saklamanin kolay olmasi yiiksek kapasiteli
islem yapabilme giiciine katki saglamaktadir. Veri tabanlarinda saklanan bu ham veriler
devasa boyutlara gelmektedir. Bu veri yiginlari herhangi bir amag igin sistemli bir bigimde
islenerek analiz edilmesi ve bu amag¢ dogrultusunda ham veriden ¢ok degerli veri elde
edilmedigi slirece ¢ok Onem arz etmeyebilir [2]. Bu verilerin nasil faydali bir sekilde
kullanilacagr ve bu ham verilerin nasil anlamli bir bigime getirilecegi sorularini ortaya
cikarmistir. Bu sorularin cevabina imkan saglayan veri madenciligi son zamanlarda yogun

olarak kullanilmaya baslanmistir.

Veri madenciligi, ham verileri ¢esitli yontemler araciligiyla analiz etme, o verilerden
anlamli ve kiymetli bilgiler meydana getirme siireci olarak ifade edilmektedir. Veri
madenciligi, devasa iglenmemis veriler igerisinden anlamli ve gizli kalmig bilgiye
ulagilabilme imkani saglamaktadir. Veri madenciligi egitim, finans, elektronik ticaret,
saglik, sosyal medya, savunma sistemleri, pazarlama gibi biiylik veri yiginlarinin

olusturulmasina olanak saglayan tiim alanlarda siklik¢a kullanilmaktadir.

Egitimde veri madenciligi, egitim ortamlarindan gelen islenmemis bilgiyi kesfederek veri
madenciligi algoritmalariyla gelistirilmesiyle alakalidir. Giiniimiizde yasanan teknolojik
gelismeler neticesinde diger alanlarda oldugu gibi egitim alaninda da biiyiik veri tabanlart
bulunmaktadir. Egitim alaninda yer alan veri madenciligi calismalari, kesfedilmemis
bilgilerin var oldugu diisiincesinden yola ¢ikarak egitim sistemlerinde bulunan veri

tabanlarinda 6grencilere, akademik sorumlulara ve egitimcilere faydali olabilecek bilgilere
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ulagsmaya imkan saglar. Egitim alaninda veri madenciligi uygulama alanlarindan bazilar
olgme ve degerlendirme galismalari, 6grenci mezuniyet durumlarini tahmin etme, mesleki
rehberlik etkinlikleri, sinav basarisi analizleri, 6grenci basar1 ve basarisizlik nedenlerinin
belirlenmesi, 6grenci basarilarmin  yiikseltilmesi, egitim-6gretim  ortamlarindaki

eksikliklerin belirlenmesi, daha etkileyici egitim-6gretim ortamlarinin olusturulmasidir.

Egitim, uzmanlar tarafindan kisinin davraniglarinda kendi yasantisi yoluyla istendik
davraniglart meydana getirme siireci olarak tanimlanmaktadir [3]. Uzmanlar tarafindan
yapilan bu tanimda vurgulanmak istenen belli bir program ve plana gore Ggrencilere
istendik davraniglar1 kazandirmak ve O&grencilerin bu davraniglart yasantilarinda
sergilemesini beklemektir. Ogrencilerdeki tiim bu degisimin meydana gelmesi belli bir
plana gore icra edilmesi gerekir. Bu plana egitim ve 6gretim programi denir. Egitim tiirleri
icerisinde yer alan formal egitim 6rgiin ve yaygin egitim olmak iizere ikiye ayrilir. Orgiin
egitim icerisinde okul Oncesi, ilkdgretim, ortadgretim, yiiksekdgretim, agik Ogretim ve

uzaktan egitim yer almaktadir.

Uzaktan Egitim zaman ve mekan kavramlarini tamamen goz ardi ederek &grencinin ve
egitmenin egitim alanina fiziki olarak gelme mecburiyeti olmaksizin hélihazirdaki var olan
bilgisayar ve bilisim imkanlar1 aracilig ile tamamen web ortaminda canli, goriintiili, sesli
olarak derslerin anlatildig1 yada dinlendigi, 6grencilerin istedikleri an bu ders igeriklerini
tekrar gortintiileyebilecegi ve izleyebilecegi, egitim ve dgretimin giiniimiiz sartlarinda hizli

bir sekilde dijital ortama aktarildig: akilci, modern, inovatif bir egitim sistemidir.

Bu tez kapsaminda veri madenciliginin egitim alaninda kullanimi incelenmis ve egitim
alaninda bir uygulama yapilmasi amaglanmistir. Caligma kapsaminda 2016/2017 egitim
ogretim yilinda Amasya Universitesi uzaktan egitim cocuk gelisimi, tibbi dokiimantasyon
ve sekreterlik, internet ve ag teknolojileri, elektrik ve mekatronik on lisans programlarina
kayit yaptiran Ogrencilere ait veriler, veri madenciligi makine 6grenme algoritmalart ile

siiflandirilmaya calisilacak ve dogruluk oranlar1 kiyaslanacaktir.

Bu arastirmanin amaci Amasya Universitesi uzaktan egitim on lisans Ogrencilerinin
zamaninda mezun olabilme durumlarmi veri madenciligi uygulamalarini kullanarak
onceden tahmin etmektir. Boylece, zamaninda mezun olma potansiyelini barindirmayan

ogrenciler tespit edilebilecektir. Bu durumda bulunan 6grencilere gerekli danismanlik ve
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rehberlik  faaliyetleri  uygulanarak  Ogrencilerin  zamaninda mezun  olmalar
saglanabilecektir. Bu dogrultuda Amasya Universitesi uzaktan egitim gocuk gelisimi, tibbi
dokiimantasyon ve sekreterlik, internet ve ag teknolojileri, elektrik ve mekatronik
boliimlerinde 68renim goren Ogrencilere ait bilgiler, veri madenciligi yontemlerinden
karar agaclari, naive bayes, random forest, destek vektor makinesi ve yapay sinir aglari
algoritmalart kullanilarak Ogrencilerin zamaninda mezun olup olamayacaklari tahmin

edilmeye ¢alisilmistir.

Bu c¢alisma; uzaktan egitim, veri madenciligi, materyal ve yontem, bulgular, sonug ve
oneriler bolimlerinden olugmaktadir. Tezin ikinci bolimiinde uzaktan egitimin tanimi ve
uzaktan egitimle ilgili temel kavramlar hakkinda genel bilgiler verilmistir. Tezin {i¢lincii
boliimiinde veri madenciliginin tanimi, uygulama alanlari, siireci, modeli, teknikleri ve veri
madenciligi alaninda kullanilan programlara iliskin bilgiler verilmistir. Materyal ve yontem
boliimiinde arastirmanin temel amacindan, veri toplama, veriyi temizleme, veriyi
doniistiirme islemlerinin nasil yapildigi, analiz i¢in kullanilan programin 6zelliklerinden ve
aragtirma modelinin nasil olusturulacagi anlatilmistir. Bulgular ve Tartisma boliimiinde
yapilan analizler sonucunda elde edilen bulgular karsilastirilarak modellerin siniflandirma
kriter degerleri verilmis, birbirlerine {stiinliikleri ortaya konmaya c¢alisilmistir.
Arastirmanin son bolimiinde elde edilen bulgular, sonu¢ ve oneriler bashgi altinda
degerlendirilerek yorumlanmakta ve gelecekte yapilacak caligmalarla ilgili Onerilerde

bulunulmaktadir.
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2. UZAKTAN EGITIiM

2.1, Uzaktan Egitim Nedir?

Uzaktan egitim zaman ve mekan kavramlarini tamamen goz ardi ederek Ogrencinin ve
egitmenin egitim alanina fiziki olarak gelme mecburiyeti olmaksizin halihazirdaki var olan
bilgisayar ve bilisim imkanlar1 aracilig1 ile tamamen web ortaminda canli, goriintiili, sesli
olarak derslerin anlatildig1 yada dinlendigi, 6grencilerin istedikleri an bu ders igeriklerini
tekrar goriintiileyebilecegi ve izleyebilecegi, egitim ve dgretimin giiniimiiz sartlarinda hizl

bir sekilde dijital ortama aktarildig: akilci, modern, inovatif bir egitim sistemidir.

Uzaktan egitim yalniz agik Ogretim sistemi ya da orgiin 6gretimin yaninda basvurulan
ikinci simif bir 0gretim sistemi olarak goriilmemelidir. Bunun tersine uzaktan egitim
sistemi uzun yillardir egitimde lider olan filkelerde uygulanan ve modern o6lgme ve
degerlendirme yontemleri kullanan, en yenilik¢i isleve sahip egitim sistemidir. Uzaktan
egitim, yazili veya sanal yazigmalar kullanimi ile olusan 6grenme uygulamasi olarak da
tamimlanir. Bu uygulamayla herhangi bir sehirdeki bir Ogretmen, diinyanin baska
yerlerindeki Ogrencilere ders verebilir. Bu, oOgrencilerin cografi olarak bir smifa
katilamayacak 6gretmenlere erigmelerine yardimci olur. Ayrica ¢alisma saatleri veya diger

sorumluluklar1 nedeniyle geleneksel saatlerde ders alamayan 6grencilere yardimei olur [4].

2.2. Uzaktan Egitimin Ozellikleri

Uzaktan egitim olgusunu tanimlamak i¢in ¢esitli terimler kullanilmistir. Agikcasi, uzaktan
egitim (6grencinin etkinligi) ve uzaktan Ogretim (68retmenin etkinligi) birlikte uzaktan
egitimi olusturur. Yaygin degisimler arasinda, internet ortamindayken kullanilan e-
ogrenme veya ¢evrimici 6grenme; genellikle ilkokul veya ortaokul 6grencileri tarafindan
(ve genellikle interneti kullanarak) sinif disinda alinan dersleri ifade eden sanal 6grenme;
yazisma egitimi, bireysel Ogretimin posta yoluyla yapildigr uzun siiredir devam eden
yontem ve “acgik” iiniversite yoluyla 6grenme i¢in Avrupa'da yaygin olan sistem agik

ogrenme.

Dort ozellik uzaktan dgrenmeyi ayirt eder. ilk olarak, uzaktan 6grenme, kurumlar

araciligiyla gergeklestirilen tanim geregidir; bireysel ¢alisma veya akademik olmayan bir
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ogrenme ortami degildir. Kurumlar geleneksel sinif temelli 6gretimi de sunabilir veya
sunmayabilirler; ancak geleneksel yontemler kullananlarla ayni kurumlar tarafindan

akreditasyona hak kazanirlar.

Ikincisi, cografi ayrilik uzaktan egitimde dogaldir ve zaman &grencileri ve 6gretmenleri de
ayirabilir. Erisilebilirlik ve rahatlik bu egitim tarzinin énemli avantajlaridir. lyi tasarlanmig
programlar, Ogrenciler arasindaki entelektiiel, kiltirel ve sosyal farkliliklar1 da

kopriileyebilir.

Ucgiinciisii, etkilesimli telekomiinikasyon, bir grenme grubundaki ve dgretmenle bireyleri
birbirine baglar. Cogu zaman e-posta gibi elektronik iletisimler kullanilir, ancak posta
sistemi gibi geleneksel iletisim bigimleri de rol oynayabilir. Ortam ne olursa olsun,
etkilesim herhangi bir egitimde oldugu gibi uzaktan egitimde de Onemlidir. Iletisim
sistemleri daha sofistike ve yaygin bir sekilde kullanilabilir hale geldikge Ogrencilerin,
Ogretmenlerin ve 6gretim kaynaklarinin baglantilar fiziksel yakinliga daha az bagimli hale
gelir. Sonug olarak, internet, cep telefonlar1 ve e-posta, uzaktan &grenmedeki hizli

biiyiimeye katkida bulunmustur [5].

Son olarak, uzaktan egitim, herhangi bir egitim gibi, bazen 6grencilerden, 6gretmenlerden
ve Ogretim kaynaklarindan olusan bir 6grenme toplulugu olarak adlandirilan, yani
Ogrencinin yapmasina izin veren kitaplar, ses, video ve grafik gosterimlerden olusan bir
ogrenme grubu olusturur. Internetteki sosyal aglar topluluk olusturma fikrini
desteklemektedir. Facebook ve Youtube gibi sitelerde, kullanicilar profiller kurar, bir
baglanti paylastigi iiyeleri tanimlar ve diisiinen kisilerin yeni topluluklarini olusturur.
Uzaktan egitim ortaminda, bu tiir bir ag baglantis1 6grencilerin birbirleriyle baglantilarini

saglayabilir ve boylece izolasyon duygularini azaltabilir.

2.3. Uzaktan Egitimin Tarihi ve Modern Uzaktan Egitim

21. yilizyilin baglarinda, Amerika Birlesik Devletleri'nde iki yillik ve dort yillik yiiksek
lisans derecesi veren yiiksekdgretim kurumlarinin yarisindan fazlasi, esas olarak Internet
araciliftyla uzaktan egitim kurslar1 vermistir. Secilebilecek 100.000'den fazla farkl
cevrimici kursla Amerikali 6grencilerin yaklasik dortte biri her donem en az bir tane ders

aldi. Uzaktan egitim i¢in ortak hedef popiilasyonlar, yeniden sertifikalandirma isteyen
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profesyonelleri, istthdam becerilerini giincelleyen calisanlari, engelli bireyleri ve aktif

askeri personeli igerir.

1990'1 yillarda baslayan teorik egilim, video, ses ve diger multimedyaya daha gii¢lii bir
sekilde giiveniyor gibi goriinse de pratikte ¢ogu basarili program agirlikli olarak elektronik
metinlerden ve basit metin tabanli iletisimden yararlanmistir. Bunun nedenleri kismen
pratiktir - bireysel egitmenler ¢ogu zaman kendi multimedyalarini iiretme yiikiinii yiikler -
ancak uzaktan 6grenmenin merkezi yararlaria dair gelisen bir anlayis1 yansitirlar. Simdi
geleneksel siniflarda veya egitmenlerin ¢alisma saatlerinde bilgi paylasimiyla ilgili zaman
kisitlamalarini kaldirarak, egitmenler ve 6grenciler arasinda iletisimi kolaylastirmanin bir
yontemi olarak goriilmektedir. Benzer sekilde, kendi kendine yeten yazilim egitim
sistemleri, yine de belirli dar egitim tiirleri i¢in kullanilmasina ragmen genellikle resmi
egitim ortamlarinda diger insanlarla etkilesimi talep eden bireysel 6grencilere cevap verme
ve uyum saglama konusunda sinirli esneklige sahiptir. Modern uzaktan egitim kurslari,
dijital okuma materyallerini, podcast'leri (6grencinin eglencesinde elektronik dinleme veya
goriintiileme icin kaydedilmis oturumlar), e-posta, disli (baglantili) tartisma forumlarini,
sohbet odalarin1 ve test igeren Web tabanli kurs yonetim sistemlerini kullanir. Sanal
(bilgisayarla simiile edilmis) siniflarda islevsellik kazanmak. Hem tescilli hem de agik
kaynakli sistemler yaygindir. Cogu sistem genel olarak es zamansiz olmasina ragmen
ogrencilerin istedikleri zaman ¢ogu 6zellige erismesine izin vermek, zaman zaman canli
video, ses ve elektronik belgelere paylasilan erisim iceren eszamanli teknolojiler de
kullanilir. Bloglar, wikiler (tiim simif katilimcilari tarafindan degistirilebilen web siteleri)
ve isbirligine dayali olarak diizenlenmis belgeler seklindeki paylasilan sosyal alanlar,
egitim ortamlarinda da, ancak sosyallesme i¢in internetteki benzer alanlardan daha az bir

Olctide kullanilir.

Modern kurumsal uzaktan 6grenmedeki biiyiimenin yani sira, e-egitim, e-mentorluk ve
arastirma yardimi dahil olmak iizere Web tabanli veya kolaylastirilmis kisisel egitim
hizmetleri geldi. Ayrica, ebeveynlerin ¢ocuklari i¢in yerel 6gretmenlerle se¢cim yapmasina
ve onlarla iletisim kurmasima yardimci olan bir¢ok yardim sirketi vardir. Uzaktan egitim
programlarinin ve 0zel ders hizmetlerinin kullanimi, 6zellikle ¢ocuklarma ev sahipligi
yapan ebeveynler arasinda artmistir. Birgok {iniversitede okuma, yazma ve temel
matematik konularinda yardimci yardim igin bazi ¢evrimigi 6zel ders hizmetleri, hatta

bazilarinda doktora adaylarina tez siirecinde yardimci olacak c¢evrimi¢i rehberlik
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programlar1 vardir. Son olarak, web tabanli kisisel asistanlik yapan bircok sirket, siirekli

egitim veya mesleki gelisim isteyen yetigkinler i¢in bir dizi hizmet sunmaktadir.

Uzaktan egitim alani, son on yilda énemli 6l¢iide degismistir. Uzaktan egitim, 6§rencinin
ve O0gretmenin yere gore ayrildigi ve bazen de zaman zaman yerel ve uluslararasi egitimin
en hizli biiyiiyen sekli olan yapilandirilmig 6grenme. Bir zamanlar geleneksel olmayan
dagitim sistemlerini kullanarak 6zel bir egitim sekli olarak kabul edilen sey, simdi ana

egitimde 6nemli bir kavram haline geliyor [6].

2.4. Uzaktan Egitimin Avantajlar:

Uzaktan egitimin avantajlar su sekilde siralanmaktadir [7]:

e (Cok esneklik. Uzaktan egitim kurslariyla, 6grenciler bilgisayar ve internet baglantisi
olmasi kosuluyla ders ¢alismalarini hemen hemen her yerden yapabilirler. Bu, 6grencilerin
zamanlanmis derslerde zaten yogun bir yasama sikilmak zorunda kalmadan kendileri i¢in
ne zaman ve nerede uygun calismalarina olanak saglar.

¢ Yolculuk yok. Cevrimigi bir kursa katilmak, pahali gazi veya toplu tasimay1 azaltmanin
bir yolu olabilir. Ogrenciler, smif o6devlerini tamamlamak igin sik sik evden
calisabileceklerinden, hem derse hem de sinifa yapilan gezilerin kesilmesinde hem zaman
hem de para tasarrufu saglanir.

e Okullar i¢in ¢ok sayida secenek. Kolejlerin az oldugu veya hi¢ olmadigi bir toplulukta
yasiyor olsaniz bile, uzaktan 6grenim, egitiminizi tamamlamak i¢in ¢ok cesitli okullardan
secim yapmaniza olanak saglar. Kendi alaninizda uzmanlasmis ¢evrimici okullar1 veya
mitkemmel bir genel egitim saglayabilen okullar: bulabilirsiniz. Her iki durumda da egitim
secenekleriniz biiyiik dl¢iide genisletilecektir.

e Diisiik maliyetler. Cevrimici kurslarin fiyatlar1 genellikle kampiis i¢i meslektaglarina
gore daha ucuzdur ve kampiiste ise gidip gelmek, tasimak veya yemek planlar1 almaktan
endiselenmenize gerek kalmaz, evden 6grenmenin bazi ek faydalar: vardir.

e (Calisirken Ogrenin. Uzaktan egitim genellikle kendi programiiza gore
tamamlanabildigi igin, uzaktan egitim kurslarin1 tamamlamak, geleneksel egitim
programlarina gore calismaktan ¢ok daha kolaydir. Mesleginizi siirdiirmek size daha fazla
gelir, deneyim ve istikrar kazandirirken derecenizi tamamlar, endiselenmenize daha az

zaman verir ve ¢alismalariniza odaklanmaniz i¢in daha fazla zaman verir.
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2.5. Uzaktan Egitim Dezavantajlar

Uzaktan egitimin dezavantajlar1 su sekilde siralanmaktadir [7]:

e Sosyal etkilesim eksikligi, smnif ortami, 6grenmeyi en ¢ok sevdiginiz seyse, bir adim
geriye gitmek ve uzaktan O6grenmeyi yeniden diisiinmek isteyebilirsiniz. Muhtemelen
sohbet odalari, tartisma panolari ve e-posta yoluyla etkilesimde bulunursunuz, ancak
deneyim geleneksel kurslardan oldukga farkli olacaktir.

e Format, tiim 6grenciler i¢in ideal degildir. Herkes ¢evrimi¢i 6grenme i¢in ideal bir aday
degildir. Motivasyon, erteleme ve bir egitmen tarafindan kisisel ilgi gerektiren bir¢ok
sorun oldugunu biliyorsaniz, bir ¢evrimi¢i 6grenme programina kaydolmadan 6nce uzun
ve zor diistinmek isteyebilirsiniz.

e Bazi isverenler cevrimici dereceleri kabul etmemektedir. Isverenlerin cogunlugu varken,
hala uzaktan 6grenmeye bagli bir leke goriiyorlar. Cevrimici derecenizin bazi is alanlar
veya ileride 6grenim i¢in ideal bir ara¢ olmayabilecegini anlayim.

e Yeni teknolojilere adaptasyon gerektirir. Teknolojiyle ¢alismayi hi¢ sevmeyen bir kisi
olmadiysaniz, ¢evrimigi bir dersten daha fazla teknoloji meraklis1 meslektaglarinizdan ¢ok
daha azin1 alirsiniz. Bir sinifa kaydolmadan dnce bilgisayarlarla ve ¢evrimi¢i programlarla
caligmaktan rahat hissettiginizden emin olun.

e Dereceyi tamamlamak i¢in gereken tiim dersler ¢cevrimici olarak sunulamaz. Hemsirelik
gibi daha pratik ana dallarin tamamen ¢evrimici olarak sunulmadigi anlasiliyor, sonugta
derecenin bir kismi dogrudan hastalarla ¢aligmayr 6greniyor. Cevrimdis1 olarak nelerin

tamamlanmas1 gerektigini gormek i¢in derecenizin tiim gereksinimlerini 6grenin.
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3. VERI MADENCILIGI

3.1. Veri Madenciligi Nedir?

Giliniimiizde bilisim ve veri iletisim teknolojilerinde yasanan gelismelerin ¢ok hizli bir
sekilde ilerledigi gozlemlenmektedir. Bu teknolojilerde her giin bir bagka yenilikle
karsilagilmaktadir. Bu yenikliklerle birlikte teknolojiye dayali iirlinlerin fiyatlarindaki
diistisleri meydana gelmesi lizerinde durulmasi gerekli olan bir diger kritik konudur. Bu
gelismeler, kullanicilarin daha hizli, daha yetenekli ve daha kullanisl bilisim teknolojisi

iirlinlerine daha kolay sahip olabilmelerine neden olabilmektedir.

Bilisim teknolojilerinin sagladigi kolayliklar ve yasantimizda daha fazla yer edinmesiyle
birlikte gerceklestirilen tiim uygulama dijital kosulda belge olarak kaydedilmektedir.
Ornegin bir markette satin alman her bir {iriin, geri verilen iiriin, herhangi bir iiriinle
birlikte aldigimiz diger triinler veri tabanlarinda saklanmaya baslanmistir. Miisteri sayisi
fazla olan isletmeler ¢okga veri tiretmek ve bu veriler de dijital ortamda ¢ok biiyiik veriler

olusturmaktadir.

Bilisim teknolojilisi giiniimiiz diinyasinda tiretilen bu devasa verileri saklamak i¢in yeterli
olabilir. Fakat bu yiginsal veriler ne ise yarayacaktir? Bu verilerden firmalar kazang
saglayabilecek midir? Biriken bu veriler isimize yarar gercek anlamda ise yarar bilgiye
doniistiiriilebilecek midir? Bu devasa verilerin bilgisayar yardimi ile ¢esitli islemlere tabi
tutularak ve degerlendirilerek bu tiir sorulara olumlu yanit vermek miimkiindiir. Bu
verilerden yararlanarak kurum i¢i destek sistemleri olusturulabilir. Cesitli ¢oziimlemeler

yapilarak ozellikle stratejik seviyedeki kararlara destek saglanabilir.

Veri kayitlarinin ¢ok biiyiik oranlarda artmasi, otomatik veri toplama merkezlerinin
gelistirilmesi, is zekas1 uygulamalarinin yayginlagsmasi, verilerin niteliksel ve niceliksel
olarak siniflandirilmasi, gen teknolojilerindeki gelismelerin artmasi, biiyiik verinin bulut
teknolojisi ile yayginlik kazanmasi, ticari, sosyal ve ekonomik alanlarda verilerin artmasi,
sliper bilgisayarlardaki ucuzlama ve miisteri memnuniyeti ve tatmini kavramlarinin

Ooneminin artmasi veri madenciligi kullanimini zorunlu kilan unsurlardir [8].
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Veri madenciligi 1990’11 yillarin basindan itibaren veri saklama araglari, RFID ve barkod
teknolojileri ile birlikte gelismekte ve kullanim alani artmakta olan bir konu oldugundan
kullanilan yer ve zamana gore ¢esitli tanimi1 yapilmistir. Ciinkii zaman ilerledik¢e suanda
verilen betimleme bir sonraki giin eksik olabilmektedir. Genel olarak kullanilan
betimlemelerden birine gore: “Veri madenciligi evvelinde malumat sahibi olunmayan,
muteber ve pratik bilginin biiyiik veri tabanlarindan toplanmasi ve bunlarin isletme
siirecinde pratige doniistiiriilmesidir.” Ilgili tanimlamada dikkat edilmesi gereken husus,
toplanan verilerin evvelinde bilinmemesidir; buradan anlasilmasi gereken detay ise

sonucun 6nceden bilinmemesi durumudur.

Bagka bir tanimlamaya gore veri madenciligi matematiksel ve istatistiksel metotlarla
beraber oriintii olusturma teknolojilerini ise kosarak, depolama ortamlarinda korunmus
olan bilgi topluluklarinin elimine edilmesi sonucunda manali yeni korelasyon, oriintii ve
egilimlere ulasilmasi islemleridir [9]. Veri madenciligini sadece bir tanimlama ile ifade
etmeye ¢aligmak sahip oldugu 6nemi tam olarak ortaya koymada sorunlara neden olabilir.
Veri madenciligi bir yordama araci olarak diisiiniilebilir veya gosterigsiz bir bilgisayar
aplikasyonu olarak ele alinabilir. Bununla birlikte sadece bir programi anlamak ve o
programin ara yiizlinii kullanmak bu alana dair yeterli donanima sahip olundugu anlamina
gelmez. Bu konunun sadece bu 6zelligiyle ele alinmasi veri madenciligi alanina yapilan en
biiyiik haksizlik olacaktir. Bu sebeple oncelikle veri madenciligi kullanim alanlarimni ve
amaglarini kavrayip daha sonra bu amagla gelistirilmis teknik algoritma ve yazilimlar

kullanmakta fayda vardir.
3.2. Veri Madenciligi Uygulama Alanlar1
Veri Madenciligi sektor farki gozetmeden, biiylik veri yiginlarinin olusturulmasina olanak

saglayan tim alanlarda siklikca kullanilmaktadir. Bu alanlar Cizelge 3.1° de
gosterilmektedir [10].
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Cizelge 3.1 Veri madenciligi uygulama alanlari

Pazarlama

Miisterilerin satin alma egilimlerinin belirlenmesi
Miisteri kayip analizleri

Pazar sepeti analizleri

Satiglardaki anormal gelismelerin saptanmasi
Miisteri segmentasyonu

Miisteri memnuniyet arastirilmasi

Finans

Sigorta dolandiriciliklarinin tespiti

Kredi kart1 dolandiriciliklarin belirlenmesi

Harcamalara gére miisteri gruplarinin belirlenmesi

Kredi taleplerinin degerlendirilmesi

Personel kayip analizleri

Finansal gostergeler arasindaki gizli iliskilerin belirlenmesi
Tehlikeli miisteri topluluklarinin tespit edilmesi

Elektronik Ticaret

Elektronik magazalar i¢in tehditlerin tespiti

Web sayfalarina iliskin kullanimlarin analiz edilmesi
Web sayfalarina yapilan saldirilarin belirlenmesi
Miisteri gorislerin ¢oziimlenmesi

Miisteri memnuniyetin arastirmast

Okuyucu goriis analizleri

Saghk

DNA mikro dizi analizleri
Hastaliklarin tanilanmasi

Ila¢ ¢oziimlemeleri

Tlag yan etki analizleri

Saglikta dolandiricilik analizleri

Sosyal Medya

Duygu ¢oziimlemeleri

Kutuplasma ¢oziimlemeleri

Politik gelismelerin analizleri

Oylama kampanyalarmin analizleri

Se¢im neticelerine yonelik tahmin arastirmasi
Politikacilarin popiilerlik ¢aligmasi
Sanatcilarin popiilerlik aragtirmasi

TV yayinlar popiilerlik arastirmasi

Internet gazetelerdeki okuyucu goriisleri
Sermaye piyasa analizleri

Savunma
Sistemleri

Diisman eylemleri ve terdr eylemlerinin modellenmesi ve

Ongoriilmesi

Ugak kazalarinda hatalarin belirlenmesi ve tedbirlerin alinmasi

Egitim

Olgme ve degerlendirme ¢alismalari

Mesleki rehberlik faaliyetleri

Sinav basarisi analizleri

Ogrenci basar1 ve basarisizlik nedenlerinin belirlenmesi,
Ogrenci basarilarinin yiikseltilmesi,

Egitim-6gretim ortamlarindaki eksikliklerin belirlenmesi,
Daha etkileyici egitim-6gretim ortamlarinin olusturulmasi
Ogrenci mezuniyet durumlarin tahmin edilmesi
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3.3. Veri Madenciligi Siireci

Son yillarda biiyiik veri tabanlarina kolayca ulasilabilir olmas1 veri madenciliginin ortaya
citkmasmna ve veri madenciligi yontemlerinin sik¢a kullanilip bir¢ok konu iizerinde
aragtirmalar yapilmasina neden olmaktadir. Tiim sektorlerle ilgili tiim bilgiler bilgisayar
hafizalarinda saklanmaktadir. Fakat bu verilerin tamaminin dogru oldugunu kimse
soyleyemez ve bu verilerin %100 dogru oldugunu ifade edemez; ayrica bu bilgilerin
héalihazirdaki durumu yapilacak olan arastirmalara hizmet edecegi de kesin olarak
soylenmez. Bu sebepten elimizde ki ham verilerin bazi islemlerden gegirilmesi

gerekmektedir [11].

Veri madenciligi belirli bir adim degil, bir siiregtir. Veri madenciligi uygulamasi birtakim
basamaklardan meydana gelmektedir. Sekil 3.1° de gosterilen basamaklar asagida
siralanmaktadir [12]:

o Veri temizleme

e Veri biitiinlestirme

e Veri indirmene

e Veri doniistiirme

e Veri madenciligi yontemi

e Sunum ve degerlendirme

Sunum ve
> degerlendirme
f”” . 4
JPtas Veri !
-

et Madenciligi H
- .. . H
7 ybéntemi !

-
,&” . : :
e Veri ! !
” . Ty . !
- dénistiirme ' !
Jitas 1 H
- : i :
Veri ! ' !
_— i ' i
indirgeme 1 ! 1
1 ! |
T i ' i
. H ] ! 1
Veri H ! ! !

P . )
biitiinlestirme : ' i !
1 ' 1
T H | H |
R ] ' ] H ]
Veri ! ' H | H
. | H 1 [ '
temizleme 1 ! ' ! '
S A Y ] A A S N .

Sekil 3.1 Veri madenciligi Siireci
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3.3.1. Veritemizleme:

Veri madenciligi uygulamalarinda, lizerinde ¢alisma gergeklestirilecek verilerin beklenen
niteliklerde ve yanlis oldugu anlasilabilir. Bu ham veriler hatali veya eksik verilerin
olusturdugu tutarsizliklara karsilasabilir. Veri tabanlarinda bulunan bu tiir tutarsiz ve hatali
veriler giiriiltii veriler olarak adlandirilmaktadir. Dogru ya da tam olmayan bu giiriiltii
veriler yapilan uygulamalarda dogru sonuglara ulasmamizi engeller. Analizlerin olumlu
sonuglar verebilmesi i¢in bu tiir girilta verilerin temizlenmesi gerekir. Bu ham verilerin
diizeltilmesinde kullanilabilecek teknikler asagida siralanmustir [13].

e Eksik deger barindiran belge veya belgeler ¢ikarilabilir. Bu uygulamaya daha ¢ok sinif
etiketi yeterli olmayan kosullarda basvurulabilir; ancak bu uygulama satir birden ¢ok
nitelik eksik veriye sahip degilse etkili olmaz.

e FEksik deger maniiel sekilde betimlenebilir. Bu uygulama vakit zaman gerektirir ve
biiylik belge yapilarinda pratik degildir.

e FEksik deger biitiin bir stabil ile doldurulur. Biitiin eksik degerler “Bilinmiyor”, “o0”gibi
ayni stabil ile ifade edilir. Bu uygulamada Veri Madenciligi yazilimi verilerin tamaminin
ortak “Bilinmiyor” verisine sahip oldugu sonucuna varilabilir.

e Ayni smifa bagh biitiin 6rneklemler adina parametrelerin ortalamasi igse kosulabilir.
Sozgelimi farksiz kredi tehlike siniflamasima dahil olan bireyler i¢in ortalama kazanim
degeri eksik degerler yerine kullanilabilir.

e FEksik veri ortalama veriyle doldurulur. Mesela bir kisinin kazanimi eksik ise biitiin
kisilerin kazanimlarinin ortalamasi eksik veriye kaydedilir.

e Bulunan degerlere bagli olarak en ideal veri uygulanabilir. Burada bahsedilen en ideal
verinin tespit edilmesi amaciyla regresyon ya da karar agaci gibi yontemlere basvurulabilir.
Mesela yas1 x, egitim seviyesi y olan bir birey i¢in iicret konusu, var olan degerlerden

yukaridaki yontemlerden bir tanesinin ige kosulmasiyla bilinebilir.

3.3.2.  Veri biitiinlestirme:

Veri biitiinlestirme islemi, c¢esitli deger tabanlarindan toplanan degerlerin beraber
degerlendirilmesi amaciyla ¢esitli cinsteki degerin bir cinse doniistiiriilmesidir. Mesela, bir
deger kaynaginda cinsiyet “E” ve “K” kodlariyla, baska bir deger kaynaginda ise bu alan
(bir) veya 2 (iki) degerleriyle, farkli bir veri tabaninda ise cinsiyet alan1 “Bay” ve “Bayan”

sOzciikleri ile ifade edilmis olabilir. Farkli veri tabanlarinda ayni veri alani i¢in farkli
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semboller kullanilmis olmasi bu tiir veriler lizerinden analiz yapilmasini imkansiz hale
getirebilir. Bu nedenden farkl: tiplerde bulunan verilerin analiz yapilmadan 6nce ayni tiire

doniistiiriilmesi yani veri biitiinlestirmesi gerekmektedir [14].

3.3.3.  Veriindirgeme:

Veri madenciligi yontemleri uygulanirken ¢ogunlukla biiyiik veri setleri kullanilmak
istenir. Fakat bu husus ¢ogu zaman biiyiik problemleri beraberinde getirmektedir. Eger
analizden cikarilacak sonucun farklilik gostermeyecegi diistiniililyorsa, uygulayicinin
degisken sayillarinda ve veri sayilarinda yonetilebilir rakamlara indirgemesi

gerekmektedir[15].

3.3.4. Veri doniistiirme:

Veri madenciligi algoritmalar1 her tiirdeki verilerle ¢alismamaktadir. Parametrelerin averaj
ve varyanslari birbirinden kayda deger sekilde bagska olmasi durumunda biiyilik averaj ve
varyansa sahip parametrelerin diger degiskenler iizerinde baskisi daha ¢ok olur ve
digerlerinin gorevlerini ciddi anlamda diistiriir. Ayrica parametrelerde var olan ¢ok biiyiik
ve kiiclik verilerde analizlerin dogru bir sekilde gerceklesmesini sekteye ugratir. Bu
sebepten model i¢in uygun olan se¢im yapildiktan sonra, verilerin istatistiksel analizleri

yapilarak ¢ikan sonuglara gore gerekiyorsa veriler doniistiiriilmelidir [16].

3.3.5.  Veri madenciligi yontemi:

Veri madenciligi yontemlerini saglikli bir sekilde uygulayabilmek icin deger temizleme,
deger biitiinlestirme, deger indirgeme ve deger doniistiirme islemlerinin tamami veya bir
kism1 veriyi hazir hale getirmek i¢in uygulanir. Bu asama, degerler diizenlenmesinin
devaminda veri madenciligi prosediirleri kullanilarak analizin yapildigi asamadir. Bu

algoritmalar birliktelik kurallari, kiimeleme ve siniflandirmadir [16].

3.3.6. Sunum ve degerlendirme:

Sonug¢ alma ve sonu¢ degerlendirme veri madenciligi siirecinin en 6nemli asamalarindan

biridir. Veri madenciligi teknikleri ile yapilan analiz sonucunda elde edilen sonuglar
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degerlendirilerek olusturulan veri madenciligi modelin kullanilip kullanilmayacagina karar
verilir. Analiz sonucunda elde edilen bilginin siirecin basinda ortaya konan hedeflere

uygun olmadig tespit edilirse problem tanimlama asamasina doniilebilir [15].

3.4. Veri Madenciligi Modelleri

Veri madenciliginin iki temel amaci bulunmaktadir: Bu amagclardan ilki hali hazirda
bulunan veri tabanindan ham verileri analiz ederek tahminlerde bulunmak buna tahmin
edici model denmektedir. Diger amaci ise veriler arasinda bulunan iliskilerden c¢esitli
davraniglar tanimlamak buna da tanimlayici model denmektedir [17].

Birgogu istatiksel tabanli olmak iizere veri madenciliginde ¢ok sayida algoritmalar ve
yontemler gelistirilmistir. Geleneksel olarak veri madenciligi modellerini islevlerine gore 3
ana baslikta gruplandirabiliriz [18].

¢ Smiflandirma

e Kiimeleme

e Birliktelik Kurali
3.4.1. Smiflandirma

Veri madenciligi modelleri igerisinde en cok bilenen ve en sik kullanilan siiflandirma
modeli, veri tabanlarindaki sakli kalmig Oriintiileri ortaya ¢ikarmak igin kullanilir.
Siniflandirma, elimizde bulunan ham verileri daha 6nceden belirlenen bir 6zelligini dikkate
alarak kategorilere ayirmak ve yeni eklenecek verilerin hangi kategoriye eklenecegini
belirleme islemidir. Baska bir deyisle, yeni bir verinin hangi kategoriye dahil edilecegini
belirleme olayidir [19]. Siniflandirma Oriintii tanima, kalite kontrol ¢alismalari, resim,

hastalik tanilari, pazarlama ve dolandiricilik tespiti gibi alanlarda sik¢a kullanilmaktadir.

Matematiksel olarak siniflandirma su sekilde tanimlanabilir:

X ={al, a2, ... an} bir veri taban1 olsun ve her bir ai bir kaydi temsil etsin.
Y ={yl, y2, ... ym} ise m adet siniftan olusan siniflar kiimesini temsil etsin.
f: X — Y ve her bir ai bir siifa dahil olmalidir.

Her bir Yj ayr1 bir siniftir ve her bir sinif kendisine ait kayit igerir.

Yani, Yj={ ai | f(ai) =Yj, 1 <i<n, ve aieX} [20].
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Siniflandirma modelinde kullanilan teknik ve algoritmalart Sekil 3.2° de gosterilmistir
[11].

> Regrasyon
—> |istatistige Dayal N
Algoritmalar 2| CHAID

—> [Bayesyen siniflandirma

A4

En yakin komsu

s |Mesafeye Dayal
7 .
Algoritmalar

En kiiciik mesafe
S
|sinirlandiricisi

Siniflandirma

CART

1D3

A4

—> [Karar Agaglan

—>|C4.5

—> Sprint

> Genetik Algoritmalar

2| Yapay Sinir Aglan

Sekil 3.2 Siniflandirma modelinde kullanilan teknik ve algoritmalar
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3.4.2. Kimeleme

Kiimeleme, veri dizisinde bulunan benzer nesnelerin ayni gruplar igerisinde yer alacak
sekilde ayristirilmasidir. Siniflandirma modeline gore smiflar 6nceden belli iken,
kiimeleme modelinde bu smiflar belli degildir. Yani kiimeleme modeli siniflandirma
modelinden farkli olarak kiimeleme analizinde ka¢ tane grup olusacagl tespit
edilememektedir [21].

Bu modelin temel amaci, veri yiginlarinda dogal olarak olusabilecek altsiniflari bulmaktir.
Genellikle biiyiik veri yiginlarinda ki gizli Oriintiilerin kesfedildigi uygulamalarda
kullanilan kiimeleme, denetimsiz Ogrenme olarak ta tanimlanmaktadir. Denetimsiz
O0grenme veri kiimesinin siniflar haline doniistiiriilmesi ve boliinmesi siirecidir. Her
kiimede bulunan tiyeler ortak 6zellikleri paylasabilmektedir. Bilimsel bilgi kesfinde, pazar
aragtirmalarinda, desen tanimlamada, enformasyon erisiminde, resim islemede, sayisal
biyolojide, web kayitlar1 analizinde, uzaysal harita, su¢ analizlerinde ve bunun gibi pek ¢ok

alanda kiimeleme analizi uygun bir yontem olarak kullanilmaktadir [22].

Kiimelemenin matematiksel tanimi ise su sekilde yapilabilir:

Elimizde D = {X1, X2, X3, ....Xn}, n =12, ... m veri tabani olsun, her bir Xn bir kaydi
temsil etsin X={x1, x2, .... xi}, i =1,2, ... m, her bir xi , ad, soyad, yas ve gelir gibi
ozellikler olsun. Kiimelerdeki amag¢ D veri tabanini, j adet K kiimesine bélmek ve Kj< D

kosulunun saglanmasidir [20].

Kiimeleme modelinde kullanilan teknik ve algoritmalar Sekil 3.3” de gdsterilmistir [11].
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Sekil 3.3 Kiimeleme modelinde kullanilan teknik ve algoritmalar
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3.4.3. Birliktelik Kurah

Birliktelik kurali, bir veri tabaninda ki kayitlarin aralarinda ki iliskileri inceleyerek, bu
kayitlar arasindaki baglantilar1 denetimsiz bi¢imde arayan veri madenciligi modelidir.
Genellikle pazarlama ve market sektoriinde kullanilan bu yontem “Pazar sepeti analizi”

olarak da isimlendirilir [23].

Birliktelik kurallar1 kayitlar1 arasinda fark edilmesi zor olan baglantilar1 kurmaktadir. Bu
baglantilar firmalar i¢in bir¢ok fayda saglamakta, stratejik kararlar almaya ve miisteri

memnuniyetine kadar farkli asamalarda kullanilmaktadir.
Bebek mamasi alan bir miisterinin ¢ocuk bezi de alacagi rahatlikla tahmin edilebilir fakat
birliktelik kurali ¢ocuk bezi ile yumusatici arasindaki iliskiyi bulmamiza olanak

saglamaktadir [24].

Birliktelik modelinde kullanilan teknik ve algoritmalar Sekil 3.4° de gosterilmistir [11].

—>

Apriori Algoritmasi

Birliktelik Kurah 7 |STEM Algoritmasi

—>| Apriori TID Algoritmasi

—>|GRI Algoritmasi

Sekil 3.4 Birliktelik modelinde kullanilan teknik ve algoritmalar

3.5. Veri Madenciliginde Kullanilan Yéntemler

Veri madenciliginde kullanilan ¢ok sayida yontem ve algoritmalar bulunmaktadir. Bu

calisma da karar agaclari, naive bayes, destek vektor makinesi, random forest ve yapay
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sinir aglar1 algoritmalartyla analizler yapilmigtir. Bu kapsamda bu yontemler asagida

aciklanmaistir:
3.5.1. Karar agaclan

Karar agaglari, Bierman ve Friedman tarafindan 1973 yilinda ileri stiriilmiistiir. Karar
agaclarinda bagimli degisken iizerindeki farkliliklarin maksimize edilmesi amaciyla
degiskenler parcalanmakta ve bir aga¢ elde edilmektedir. Karar agaglari, veri
madenciliginde olusumlarinin pahali olmamasi, agiklamalarinin basit olmasi, deger
kaynag1 sistemleri ile basitge birlestirilmeleri ve kredibilitelerinin {istiin olmasi nedeniyle
simiflama modelleri arasinda g¢oklukla tercih edilen bir yontemdir [25]. Karar agaci,
sOyleminden de goriildiigii gibi bir aga¢ seklinde, kestirimde bulunmak i¢in basvurulan bir
yontemdir. Agag yapist ile, kolayca anlasilabilen kurallar olusturan, bilisim teknolojileri ile
uyumlu olabilen en sik kullanilan siniflama teknigidir. Karar agaglari, ¢ogunlukla
kategorize etme, kiimeleme, kestirim modellerinde ve problem bazli arastirma alanini alt

boliimlere dagitmak amaciyla sik¢a tercih edilen bir tekniktir [26].

Karar agaci; karar diigiimleri, dal ve yapraklar olmak {izere 3 kisimdan olusmaktadir. Karar
diiglimii, bagvurulacak uygulamay1 ortaya koyar. Bunun neticesinde sonucu veri kaybi
olmaksizin agacin dallara boliinmesi s6z konusudur. Her diigiimde test ve boliimlere
dagilma uygulamasi birbirini takip eder ve bu dagilim iist diizeydeki ayrismalara tabidir.
Her dal kategorize islemini bitirmek igin ¢abalar; ancak bir dalin ucunda kategorize etme
durumu s6z konusu degilse, ilgili dalin devaminda bir karar ilmegi meydana gelir. Ancak
dalin nihayetinde bir simif meydana geliyorsa, o dalin neticesinde yaprak mevcuttur. Bu
yaprak, deger lizerinde meydana gelmesi beklenen kategorize etme ydntemlerindendir.
Karar agac1 uygulamasi kok ilmeginden ¢ikar ve yukaridan agagiya olacak sekilde yapraga

varana kadar meydana gelir [27].

Karar agaci teknigine basvurularak verinin kategorize edilmesi iki asama olarak
gerceklesmektedir. Birinci basamakta dgrenme islemi gerceklesir. Ogrenme asamasinda
evvelinde malumat sahibi olunan bir egitim degeri, model meydana getirmek icin
kategorize etme prosediirii ile ¢oziimlenir. Ogrenilen model, siiflama normlar1 ya da karar
agact seklinde ifade edilir. Bunun devaminda ise kategorize edilme islemi gercgeklesir.

Kategorize etme asamasinda test verisi, siniflama normlarmin ya da karar agacinin
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dogrulugunu gostermek i¢in ise kosulur. Eger dogruluk makul 6l¢iilerdeyse ilgili normlar

diger degerlerin kategorize edilmesi i¢in yeniden ise kosulur [2].

Karar agaclar1 gegmisteki bilgileri esas alarak yeni girdilerin hangi sinifa ait olduguna,
belirli kurallar olusturarak karar verme siirecidir. Karar agaci, sorular ve bu sorulara
verilen yanitlar dogrultusunda hareket ederek, elde edilen yanitlar1 bir araya getirerek bazi
kurallar olusturur. Ortaya ¢ikan agac “eger-ise”(if-then)’den olusan kurallar biitiinii olarak
adlandirilabilir. Kok diiglimiinii olusturmak amaciyla soru sormaya hangi degiskenden
baslanilacagina karar verilmesi gerekir. Diger bir ifadeyle bu kararin sonucunda kok
diigiim olusturulmus olur. Cevabi veri tabaninda bulunan sorular kok diigiimden
baglayarak sorulur ve alinan cevaplara gore yeni digiimler olusturulur. Her diigiim
kendisinden sonra en az iki dala ayrilmaktadir. Eger olusan diigiimden sonra yeni sorular
gelmiyorsa dallanma sona ermistir ve bir sinifi temsil eden yapraga ulasilmistir [28]. Sekil

3.5’ de ornek bir karar agaci yapis1 gosterilmistir.
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Sekil 3.5 Egitim verilerine uygun karar agaci

Karar agaglar1 herhangi bir sinifa ait olan elemanlarin belirlenmesi, ¢esitli risk durumlarina
gore yiiksek, orta, diisiik seklinde farkli smiflamalara boéliinmesi, gelecekte
gergeklesebilecek durumlarin  6ngériide bulunulabilmesi amaciyla g¢esitli  kurallar
olusturulmasi, kategorilerin birlestirilmesi gibi alanlarda sik¢a kullanilmaktadir. Bunlarin
disinda karar agact tekniginin sikca kullanildigi bazi uygulama alanlar1 asagida
stralanmistir [29]:

e Hangi insani olusumlarin mektup vasitasiyla  gerceklestirilen  pazarlama
uygulamalarinda belirgin sekilde yiiksek yanitlama oranina sahip oldugunun ortaya
¢ikarilmast,

e Kredi gegmislerinin incelenmesi neticesinde kisilere dair kredi kararlarinin alinmast,
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e Kurumsal fayda dikkate alarak kuruma katkisi yiiksek kisilerin 6zelliklerinden
faydalanarak yeni personellerin ise kabul siireglerinin ortaya ¢ikarilmasi,

e Tip alanina dair inceleme bilgilerinden yola ¢ikarak en faydali kararlarin alinmasi,

e Satis siirecini etkileyen varyantlarin yapmis oldugu etkinin belirlenmesi,

e Uriin hatalarina sebep olan varyantlarin tespit edilmesi.

Karar agacglarimin sayisal ve sayisal olmayan verilerle islem yapabilme, kendini
aciklayabilecek 6zellikte olma, eksik degerleri iceren veri setlerini analiz edebilme ve bu
analizlerin kolayca yorumlama gibi bir¢ok avantaji bulunmaktadir. Bu avantajlarinin yani
sira, karar agaglarinin bagimli degiskenler i¢in kesikli degerler gerektirmesi, siniflandirma
sonucunda kok diigiimlerinde daha az bilgi kalacagi bulunacagindan karar vermek, karar

agact yaklasimi i¢in ciddi bir sorun olabilmesi gibi birgok dezavantaji da bulunmaktadir
[26].

Karar agaclarinin avantajlari ve dezavantajlari su sekilde agiklanmaktadir [29, 30]: Karar
agaclarinin avantajlart:

e Karar agacindan elde edilen veriler hakkinda fikir belirtmek ve analiz yapmak son
derece kolaydir.

e Karar agaglar1 vasitasiyla makul yonergeler elde etmek kolaydir.

e Karar agaclarinda varyantlarin 6zelligi pek deger tasimaz yani ayrik ve biitlinciil
degerlerin kullanilmasi manasinda son derece kullanighdir.

e Karar agaclarinin genisligi yiiksek oranda olsa da dogal siirecte kolaydir.

e Karar agaglari ihtiya¢ duyulan degisimleri saglama acgisindan elveriglidir.

e Karar agaglarinin ortaya ¢ikardigi yaprak adedi olmasi gereken miktarda ise fazla bir
caba gostermeksizin kavranabilir 6zelliktedir.

e Karar agaglari eksik veri setlerini tamamlama agisindan basarilidir.

e Sezgisel diisiince metodu ile karar agacini kavramak miimkiin olabilmektedir.

e Cok varyantl tekniklerde istatistik varsayimlarin olusturulmasi elzem olsa da bu durum
karar agaglari i¢in gerekli degildir.

e Karar agaci neticesinde saglanan biitiin kurallar uygulanmalidir.

e Karar agaglar algoritmalarinda bagimli ve bagimsiz degiskenler arasindaki baglarin

durumunun gorsellestirilebilir olmasi.
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Zay1f yonleri ise,

e Devamli varyant degerlerini ongdrmede fazla fonksiyonel olmamasi,

e Kategori sayist ¢ok ve Ogrenme kiimesi Ornekleri sayist diisiik oldugunda model
meydana getirmesinin yeterli olmamasi,

e Vakit ve konum karmasayr kavrama kiimesi ornekleri adetine, varyant miktarina ve
ortaya ¢ikan agacin catisina tabiidir,

e Agac meydana getirme kompleksligi ve aga¢c budama kompleksligi fazladir.

Agac tabanli tekniklerin tabaninin meydana getiren karar agaglari formlarmin birincil
isletimleri AID (Automatic Interaction Detector) prosediiriiyle gerceklestirilmis ve cesitli
algoritmalar ile sirdiirilmistir. Gelistirilen bu algoritmalar igerisinde, Exhaustive
CHAID, CART (Classification and Regression Trees), ID3 (Iterative Dichotomiser 3),
C4.5, CHAID (Chi-Squared Automatic Interaction Detector), C5.0, MARS (Multivariate
Adaptive Regression Splines),SLIQ (Supervised Learning in Quest), QUEST (Quick,
Unbiased, Efficient Statistical Tree), SPRINT (Scalable Parallelizable Induction of
Decision Trees) baslicalaridir [31].

3.5.2. Yapay sinir aglar

Insan beyninin temel niteliklerinde bulunan; 6grenme yontemiyle ile modern bilgiler
yaratabilme, yeni bilgiler meydana getirebilme ve bulmak gibi meziyetleri bir yardim
almaksizin kendiliginden meydana gelmesi i¢in olusturulan bilgisayar sistemi yapay sinir

aglar1 olarak adlandirilmaktadir [32].

Yapay sinir aglarinin basit anlamda tanimlamak gerekirse beyinde bulunan sinirlerin
caligma seklinden yola ¢ikarak sistemlere 6grenme, maliimat kazanma, bilgiler arasi irtibat

ve bag yaratma, hatirlamak gibi meziyetleri edinmeyi giiden yan bilgi prosediirleridir.

Yapay sinir aglarinin kullanilan ag modeline gore bazi farkli 6zellikleri sahip olsa da her
durumda gegerli olan temel 6zellikleri su sekilde siralanabilir [33]:

e Yapay sinir aglari makine 6grenmesi gergeklestirirler.

e Programlama yontemleri klasik programlama yontemleri ile benzerlik gostermez.

o Bilgileri saklarlar.
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e Ornekleri kullanirlar ve bu drnekler sayesinde dgrenirler.

e Giivenle ¢alistirilabilmeleri i¢in agin egitimi ve performansi onemlidir.
e Bilinmeyen Ornekler hakkinda bilgi firetirler. Bu yonleriyle genelleme 6zelligine
sahiptir.

e Kavramaya yonelik hadiselerde ise kosulabilirler.

e Sekil iliskilendirebilme ve siniflandirma yapabilirler.

e Kendi kendine 6grenme meziyetleri s6z konusudur.

e Noksan veriyle ¢alisabilme 6zelligi vardir.

e Bozukluk ve hengdmeye karsi hassasliga ve hosgoriiye sahiptir.

e Tam olmayan miiphem olan verileri de islemeleri miimkiindiir.

e Dereceli bozulma gosterirler.

e Sadece niimerik bilgiler ile ¢alisabilmektedirler.

e Lineer ve lineer olmayan problemleri ¢oziimiinde kullanilmaktadir.

Yapay sinir baglarinin bir olayla ilgili hammadde ve iiriinler arasindaki irtibati, dogrusal
olsun ya da dogrusal olmasin, var olan numunelerden bilinerek daha evvel hig
rastlanmamis hadiseleri, evvelki olaylardan ya da numunelerden esinlenerek alakali
hadiseye careler bulabilmesi, prosediirel ¢éziime ulasilamamis sorunlarin {istesinden

gelinmesinde ise kosulmasini popiiler hale getirmistir.

Yapay sinir aglari, yapay sinir hiicrelerinin birlesmesinden olugsmaktadir. Sinir hiicrelerinin
biitlin olusturmasi tesadiifii degildir. Cogunlukla hiicreler 3 tabaka seklinde ve her tabaka
icinde 6zdes sekilde birleserek agi meydana getirirler. Bu tabakalar [34]:

e Hammadde tabakasi: Bu tabakadaki isleyis Ogeleri harici verileri edinerek ara
tabakalara aktarmakla gorevlidir. Baz1 aglarda hammadde tabakasinda herhangi bir bilgi
isleme s6z konusu degildir.

e Gizli tabakalar: Hammadde tabakasindan aktarilan veriler {lizerinde calisilarak {iiriin
tabakasina transfer edilirler. Bu verilerin ¢alisilmasi ara tabakalarda meydana gelir. Bir ag
i¢in birden ¢ok ara tabaka bulunabilir.

e Uriin tabakasi: Bu tabakadaki isleyis 6geleri ara tabakadan aktarilan verileri ¢alisarak
agin hammadde tabakasindan getirilen girdi seti (6rnek) icin olusturmasi beklenen iiriinii
olustururlar. Olusturulan bu iirtin dis diinyaya aktarilir.

Ornek bir yapay sinir aglar1 modeli Sekil 3.6> da gdsterilmistir.
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Ginis Katman

Sekil 3.6 Yapay sinir aglar1

Yapay sinir aglari, ¢esitli alanlarda sorunlari ¢6zmek i¢in kullanilabilecek esnek ve ¢ok
giiclli sayisal araclardan biridir. Yapay sinir aglarini kullanmanin amaglar1 arasinda oriintii
tanima ve eslestirme, siniflandirma, optimizasyon ve kontrol oriintii tamamlama, sayilabilir

[35].

Matematiksel olarak modellenmesi ¢ok zor olan sorular1 kolayca ¢oziimleyebilme
olanagna sahiptirler. Yapay sinir aglarinin avantajlari asagidaki siralanmistir [36]:

e Kural tabani kullanimi gerektirmezler.

e Ogrenme konusunda yeteneklidir ve cesitli 6grenme algoritmalariyla kolayca
Ogrenebilirler.

e Matematiksel olarak modellenmesi kolay olmayan problemler rahatga ¢oziilebilir.

e Herhangi bir sorun i¢in ag modelleneceginde herhangi bir bilgiye gereksinim duymaz
sadece konu ile ilgili drnek olmasi yeterlidir. Ornek bulmaksa bilgi bulmaktan kolaydir.

e Gergek hayatta yasanan olaylar ve bu olaylarin arkasindaki baglantilar1 bulmak kolay
degildir. Ancak bu olaylar arasinda bulunan baglanti yapay sinir aglari ile otomatik olarak

yapilir.
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e Yapay sinir aglar1 uygulamalart pratik olamasimin yan1 sira ¢okta ekonomiktir. Sadece
sorun ile ilgili 6rneklerin toplanmasi yeterlidir. Basit bir program araciligiyla problem
coziilebilir.

e Olaylar ve olaylar arasindaki baglantilar dogrusal olmadigi icin bu tiir problemleri
modellemek ve ¢ézmek zordur. Cozlim i¢in bazi varsayimlarda bulunmak gerekir. Bu da
modellenen sistem ile gergek sistem arasinda ¢esitli farkliliklar gostermesine sebep olur.
Halbuki yapay sinir aglar1 dogrusal olmayan baglantilar i¢in geleneksel yontemlerden daha
iyi ve gercekei ¢oziim Onerileri {iretir.

e Zaman bakimindan Yapay sinir aglarin1 diger sistemlere karsilastirdigimizda yapay sinir
aglarmin daha verimli oldugu goriilmektedir. Orneklerin bulunmasi, problemlere uygun
bi¢imde agin olusturulmasi, agin 6grenmesi, diger ornekler igin kullanima geg¢ilmesi gok
kisa siirede gerceklesebilmektedir.

e Yapay sinir aglar1 ayni olay i¢in yeni bilgilerin olmasi ve bazi degisiklikler s6z konusu
oldugunda yeniden egitilip ortama uyum saglayabilirler.

e Yapay sinir aglari, ayni olay icin yeni bilgiler ve baz1 degisiklikler olmast durumunda
yeniden egitilerek ¢cevreye yeniden uyarlanabilir

e Paralel olarak calisan yapay sinir aglart gercek-zamanli uygulamalar icin rahatga

kullanilabilir.

Yapay Sinir Aglarinin dezavantajlar1 asagidaki gibidir [36]:

¢ Sistemin igerisinde ne oldugu bilinemez.

Birka¢ ag disinda kararlilik analizi yapamaz.

Farkli sistemlere uyarlanmasi kolay olmayabilir.

e Yapay sinir aglari ile bir uygulama gelistirirken, model secerken ve aglarin topolojisini
belirlerken 6zel bir kural yoktur. Dogru se¢imleri yapmak tamamen kullanicinin
deneyimine baghdir.

e Agin davraniglarinin agiklanmasi miimkiin olmadigi i¢in aga giiven azalmaktadir.

e Bazen egitim ger¢eklesmesi ¢cok uzun zaman diliminde gergeklesebilir.

e Bulunan ¢6ziimiin en uygun ¢oziim oldugunu sdylemek mimkiin degildir. En iyi
coziimlerden sadece bir tanesi oldugu soylenebilir. Bunula birlikte geleneksel yontemler en
uygun sonugclar iiretebilirler.

e Ornekleri bulmanin zor oldugu durumlarda veya dogru &rneklere karar verilmediginde

saglikl1 bir ¢6zlim iiretilemez.
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3.5.3. Naive bayes

18. yiizyllda Thomas Bayes tarafindan ortaya konulan yaklasimlar, Naive bayes
algoritmasimin mantiksal temellerini olusturmaktadir. Naive bayes yontemi genellikle
olaylarm ihtimallerinin degerlendirilmesi i¢in kullanilmaktadir. Ayrica her yeni ek bilgiyi

yeniden incelemek i¢in kullanilan yontemdir [37].

Naive bayes, metinlerin kategorize edilmesi konusunda bilinen ve ¢ok sik kullanilan bir
metottur. Hedef fonksiyona ulagmak amaciyla egitim veri kiimesi belirlenmekte, nitelik
degerleri tarafindan tanimlanan yeni drneklemler sunulmakta ve dgrenici sinif hedef degeri

veya sinift tahmin etmektedir [38].

Bir olayin gergeklesme ihtimali, bagska bir olayin ger¢eklesme ihtimaline etkide
bulanabiliyorsa burada kosullu olasiliktan bahsetmek miimkiindiir. ki olay arasinda bu
bi¢imde bir baglant1 bulunmasi, bir olayin ger¢eklesmesi diger bir olayin gergeklesmesini
engellememekle yani bagdasan iki olay olmakla beraber olayin yalniz basina gergeklesme
olasilig1 ile baska bir olayin meydana gelme bilgisinin var oldugu durumda gergeklesme
ihtimalinin degismesi, sarta bagl bir olasilik hesabin1 gerektirmektedir. Bagdasan X ve Y
olaylar1 ele alinirsa; Y olaymin meydana gelme olasiligi X olaymin meydana gelmesine

baglidir. Bu kosullu olasilik su sekilde belirtilir:

P(Y nX) (3.1)

PIVIX) =

Bu esitlikten yararlanilarak olaylarin kesisim olasilig1 elde edilir.

P(XNY) = P(Y|X).P(X) (3.2)
Ayni1 mantikla hareket ederek X olayma iliskin olasilik ve sonucunda kesisim olasiligi
asagidaki sekilde elde edilir.

P(XNY)

P(XNnY) = PX|Y).P(Y) (3.4)
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Boylece Y olaymin kosullu olasiligr su sekilde bulunur:

P(Y|X) = % (3.5)

Bayes teoremi istatistik ve olasilikta biiyiik bir Oneme sahiptir. Bu teorem kosullu
olasiliklarin hesaplanmasinda kullanilmaktadir. Teoremden faydalanilarak siniflandirma

islemi yapilabilmekte, kosullu olasiliklar agsagidaki gibi hesaplanabilmektedir:

P(X):X olaymin ger¢eklesme olasiligi
P(Y): Y olaymin ger¢eklesme olasiligi
P(X]Y): Y olayindan sonra X olaymin ger¢eklesme olasiligi
P(Y|X): X olayindan sonra Y olaymin ger¢eklesme olasiligt

X olayinin 6nsel olasiligi, tiim ayrik parcalarinin birlesimidir [39].

P(X) = P(XNY) + P(XN Y) (3.6)
PXNY)
P(Y[X) = P (3.7)

P(Y|X) esitligi, kosullu olasilik esitligini kullanarak agildiktan sonra bayes formiilii elde
edilir. Elde edilen bayes formiilii, iki ve daha fazla olay i¢in asagidaki gibi

genellestirilebilir:

DXy — P(XNY) 28

(l)_Pmnm+PmnY) (3:8)
~ P(X|Y).P(Y) (3.9)

PWM)_mejpwy+Nm?)PW)

P(Y;|X) = PUXIN). PCY) (3.10)

" PXIY).P(Y)

Naive bayes algoritmasinin sik¢a kullanilmasini saglayan bazi avantajlar1 bulunmaktadir.
Bu avantajlar:

e Anlasilmasi kolaydir

e Uygulanmasi kolay bir metottur.

e Egitimi ¢cok hizhidir.

e iki ya da coklu smiflamalar i¢in kullanilabilmektedir.

¢ Siniflandirma performansini artirmak i¢in iliskili olamayan 6zellikleri ortadan kaldirir.

e Olasilik tahmini durumunda, kayip degerle miicadele eder.
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e Hesaplama siiresi kisa oldugundan dolay1 hizli ¢alisir.

Bu metodun avantajlarin yani sira bazi dezavantajlar1 da bulunmaktadir. Bu dezavantajlar:
¢ Biiyiik veri yiginlarina ihtiyag duymaktadir.

e Tiim egitim datalarini sakladiklari i¢in tembeldir.

3.5.4. Destek vektor makinesi

Ik kez 1992 yilinda COLT (Computational Learning Theory) konferansinda Vladimir
Vapnik ve calisma arkadaslar1 tarafindan Onerilen destek vektor makinesi, gliniimiizde
kullanim bi¢imini, Corinna Cortes ve Vladimir Vapnik tarafindan 1995 yilinda almistir.
1997 yilinda ise, destek vektor makinesi metodu yine Vapnik ve arkadaslari tarafindan
regresyon uygulamalarini kapsayacak bir bigimde genisletilmis ve bu tarihten sonra gelisen

bilgisayar teknolojisi ile birlikte kullanim1 artmaya baslanmustir [40].

Destek vektor makinesi algoritmasi son zamanlarda siniflandirma problemlerinin ¢éziimii
icin kullanilan yaygin olarak kullanilan algoritmalardan birisidir. Siniflandirma
problemleri ¢oziiliirken, Destek vektdr makinesi algoritmasinin basarim oranin ¢ok yiiksek
cikmasi bu algoritmanin yaygin bir sekilde kullanilmasini saglamistir. Destek vektor
makinesi yontemini diger yonetmelerden ayiran Ozelliklerinden birisi de, algoritma
yapisinin karigik olmamasi ve 6grenme sirasinda gergeklesen islem sayisinin az olmasidir
[41]. Bu nedenlerden dolay biiyiik veri setlerinin siniflandirmasi i¢in son derece kullanish

bir metottur.

Baslangigta destek vektér makinesi sadece smiflandirma problemlerinin ¢oziimiinde
kullanilmasina ragmen daha sonra yapilan ¢aligmalarda 6zellikle zaman serilerinin tahmin

edilmesi ve regresyon uygulamalarinda ¢ok iyi sonuglar verdigi goriilmiistiir.

Destek vektor makinesi algoritmasindan karsilasilabilecek iki durum, verilerin dogrusal
olarak ayrilabilen bir yapida olmasi veya dogrusal olarak ayrilamayan yapida olmasidir.

Bununla birlikte gercek yasamda karsilattigimiz problemlerin ¢ogu, farkli bilesenlerden
meydana gelip dogrusal olarak ayrilmis bir bigimde karsimiza ¢ikmazlar. Dogrusal olarak

ayrilan veriler arasinda dogrudan maksimum smirmin bulunmast oldukga basittir, ancak
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dogrusal olarak ayrilmayan veriler dncelikle dogrusal olarak ayrilabilecekleri farkli bir

uzaya aktarilmalidirlar [42].

3.5.5. Random forest

1996 yilinda Breiman tarafindan onerilen Bagging teknigi ile 1998 yilinda Ho tarafindan
onerilen Random Subspace tekniginin birlesmesiyle Random forest yontemi meydana
gelmistir. Bagging metodu ile karar agaglari olusturulurken ornekler data setinden
bootstrap teknigi ile se¢ilmektedir. Bu sayede karar agaglart bagimsiz bir sekilde
olusturulmaktadir. Random Subspace metodunda ise karar agaci her bir diigiimiindeki en
iyl dallanma degiskeninin, tiim degiskenler arasinda rastgele secilen birka¢ degiskenden

se¢ilmesiyle olusur [28].

Random forest metodunda sonradan eklenen verinin tahminlenmesiyle birlikte,
degiskenlerin 6nem derecesi de hesaplanmaktadir. Veri kiimesinde cokca degisken
bulunuyorsa bu degiskenlerin 6nem derecesinin hesaplanmasi model indirgemesi agisindan
oldukca kullamshdir. Ornegin yiizlerce degiskenin bulundugu veri kiimesinde, Random
forest metoduyla bulunan 6nem derecesine gore, kurulacak yeni modelde 6nem derecesi

yiiksek olan degiskenler kullanilarak daha dogru tahminlerin yapilmas1 miimkiin olabilir.

Random forest yontemi 2 parametre lizerine insa edilir. Bu parametreler, olusturulacak
agac sayist (B) ve her digiimden rastgele segilecek olan tahmin sayisidir (m). Karar
agaclar1 olusturulurken, orijinal veri kiimesinden gézlem sayisi (n) ile ayni sayida olacak
sekilde bootstrap metodu ile 6rneklem olusturulur. Agact olusturulurken orneklemlerin
2/3°ii egitim veri kiimesi(inBag), 1/3’ii ise modelin i¢ hata oranini hesaplayabilmek igin

test veri kiimesi (out of bag veya OOB)olarak kullanilir.

Random forest modeli su sekilde kurulur:

e Oncelikle bootstrap metodu veri seti olusturulur. Bu veri seti, InBag(egitim veri seti) ve
OOB(test veri seti) olarak iki kisma ayrilir.

e InBag(egitim veri seti) araciligiyla olabildigince biiyiikk bir karar agaci (CART)
olusturulur. Olusturulan bu karar agaci budanmaz. Bu aga¢ olusturulurken her diigiim
ayriminda toplam p tane tahmin edici degiskenden m tanesi random bir bigimde segilir.

Burada m < p kosulu mutlaka saglanmalidir. Ciinkii agacin ¢ok fazla biiylimesi ve fazla
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uyum gozlenmesi isten bir durum degildir. Segilen bu m tane tahmin ediciden bilgi kazanci
en yiliksekten baglanarak dallara ayrilma gergeklesir. Belirlenen bu degiskenin hangi
degerine gore ayrilacagina Gini indeksi ile karar verilir. Bu islem her diigiim i¢in yeni
meydana gelebilecek dal olmayana kadar tekrarlanir.

e Olusturulan her yaprak diigiime bir sinif atamasi yapilir. Daha sonra OOB(test veri seti)
agacin en tepesinden birakilir ve bu veri setinde bulunan her gozleme atanan siif
kaydedilir.

e Ilk 3 adima kadar tiim asamalar B sayis1 kadar tekrarlanr.

e Agac olusturulurken kullanilmayan test verileri (OOB) ile bir degerlendirme yapilir.
Incelenen bir test verisinin hangi kategorilerde kag defa siiflandirildig: saylir.

e Her test verisi, agac setleri ilizerinden belirlenen bir oy ¢ogunlugu ile siif atamasi
yapilir. Ornegin 2 kategoriye ayrilan bir smiflandirma modelinde, bir test verisi tiim
agaclar tizerinden oylarm ¢ogunu aldigi smifin etiketini tasir ve bu sinif onun tahmin

edilmis sinif degeri olur.

Random forest modeli olusturma algoritmasi Sekil 3.7 de gosterilmistir:

Egitim veri seti belirlenir

feri setini bélmek i¢in rasgele m tane tahminci
degisken secilir (m<p).

Istendlen
agag savisl
: " — kadar
Elde edilen diiglimleri bdlmek igin rasgele m tane tekrarlamr
tahminci degisken secilir (m<p). Bu siireg oldukca
bilyilk bir afa¢ olugturulana kadar devam eder.

Olusan agag ile QOB wverilerine simf atamasi
vapilir.

[ Random Forest Model elde edilir. ]

Sekil 3.7 Random forest modeli olusturma algoritmasi
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3.6. Veri Madenciligi Yazihmlar:

Veri madenciligi algoritmalar1 ile analiz yapmak icin ¢ok sayida bilgisayar yazilimi
gelistirilmistir. Bunlardan kismi ticari amag i¢in yazilirken, bir kisim yazilimlar ise agik

kaynak kodlu olarak sunulmustur.

3.6.1. Spss clementine

SPSS Clementie ya da IBM SPSS Modeler, IBM tarafindan gelistirilmis bir veri
madenciligi ve metin analitigi yazilimi uygulamasidir. Tahmine dayali modeller
olusturmak ve diger analitik gorevleri yapmak icin kullanilir. Kullanicilara programlama
ve istatistik islemleri olmadan veri madenciligi algoritmalarindan faydalanmalarini
saglayan gorsel bir ara yliz saglar. Baslica amaclarindan biri, veri doniisiimlerinde gereksiz
karmagikliktan kurtulmak ve karmasik Ongdrii modelleri kullanimini daha kolay hale

getirmektir.

SPSS, programlama yapmadan hizli ve sezgisel olarak dogru tahmin modelleri
olusturmaya yardimci olan, gii¢lii, ¢cok yonlii bir veri ve metin analitigi programudir.
Program IBM SPSS Modeler adli sezgisel grafik ara-yiiziinii kullanarak veri madenciligi
stirecinde gorsellestirme saglamaktadir. Bu ara-yiizden, hem yapilandirilmis (sayilar ve
tarihler) hem de yapilandirilmamis (metin) iglemsel veri-tabanlari, anket verileri, dosyalar
gibi cesitli kaynaklardan kolayca erisim ve gelistirmek i¢in modelleme araclar1 saglar.
Miisteri iligkileri yonetimi, pazarlama, kaynak planlamasi, dolandiricilik ve risk azaltma,
tibbi arastirma, kanun uygulama ve ulusal giivenlik gibi ¢esitli alanlarda yaygin olarak

kullanilmaktadir [43].

3.6.2. Rapidminer

RapidMiner, ayn1 adi tasiyan sirket tarafindan gelistirilen ve veri hazirlama, makine
ogrenmesi, derin 6grenme, metin madenciligi ve tahmine dayali analitik i¢in entegre bir
ortam saglayan bir veri bilimi yazilim platformudur. Arastirma, egitim, 6gretim, hizli
prototipleme ve uygulama gelistirme ile birlikte ticari ve ticari olmayan uygulamalar igin

kullanilir. Programda veri hazirlama, sonug¢ gorsellestirme, model dogrulama ve
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optimizasyon dahil olmak iizere makine 6grenme siirecinin tiim adimlarini destekleyici

araglar bulunmaktadir [44].

RapidMiner, veri madenciligi ve makine 6grenmesi prosediirlerini saglar: Veri ylikleme ve
doniistiirme (Cikar, Doniistiir, Yiikle, ‘Extract, Transform, Load — ETL’), veri 6n isleme ve
gorsellestirme, tahmine dayali analitik ve istatistiksel modelleme, degerlendirme ve
dagitim. RapidMiner, Java programlama dilinde yazilmistir. RapidMiner, analitik is
akislari tasarlamak ve yiiriitmek i¢in bir GUI saglar. Bu is akislarina RapidMiner'da
“Islemler” denir ve birden fazla “Operator” den olusur. Her operatdr islem iginde tek bir
gorevi yerine getirir ve her operatoriin ¢iktis1 bir sonrakinin girisini olusturur. Alternatif
olarak, temel fonksiyonlari baska programlardan cagrilabilir veya bir API olarak
kullanilabilir. Bireysel fonksiyonlar komut satirindan cagrilabilir. RapidMiner 6grenme
planlari, modelleri ve algoritmalar1 saglar ve R ve Python scriptleri kullanilarak

genisletilebilir.

3.6.3. Knime

KNIME Analytics Platform, veri bilimi uygulamalart ve hizmetleri olusturmak i¢in agik
kaynakli bir yazilimdir. Sezgisel, acik ve siirekli olarak yeni gelismeleri biitiinlestiren
KNIME, verileri anlamay1 ve veri bilimi is akislarini ve yeniden kullanilabilir bilesenleri

tasarlamay1 herkes i¢in erisilebilir hale getirmektedir.

KNIME, kullanicilarin veri akiglarini gorsel olarak olusturmasini, analiz adimlarinin bir
kismint veya tamamini secerek ylirlitmesini ve daha sonra sonuglari, modelleri ve
etkilesimli goriinlimleri incelemesini saglar. KNIME, Java dilinde yazilmistir ve Eclipse'i
temel alir ve ek islevsellik saglayan eklentiler eklemek i¢in uzanti mekanizmasindan
yararlanir. Veri doniisiimi, filtre, doniistiiriicii, ayirici, birlestirici yan1 sira istatistik, veri
madenciligi, analiz ve metin analitigi i¢in kullanilan yontemleri destekler. KNIME is
akislari, doc, ppt, xIs, pdf ve digerleri gibi belge bigcimlerine verilebilecek rapor sablonlar

olusturmak i¢in veri kiimeleri olarak kullanilabilir [45].
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3.6.4. Weka

Weka, veri analizi, makine Ogrenmesi gibi fonksiyonlara kolay erisim icin grafiksel
kullanic1 ara-yiizleri ile birlikte Ongérii modelleme igin gorsellestirme araglari ve
algoritmalar1 koleksiyonu igermektedir. Weka’ nin orijinal Java olmayan siiriimii, diger
programlama dillerinde uygulanan (¢ogunlukla tigiincii parti) modelleme algoritmalarinin
yani sira, C’ de veri on isleme programlar1 ve makine 6grenimi deneylerini yiiriitme

isleminde Makefile tabanli bir sistem igin bir platform saglamaktadir [46].

Weka, daha spesifik olarak veri 6n isleme, kiimeleme, simniflandirma, regresyon,
gorsellestirme ve Ozellik secimi gibi bircok standart veri madenciligi gorevlerini
desteklemektedir. Tiim Weka teknikleri, verinin tek bir diiz dosya veya iliski olarak
mevcut oldugu varsayimina dayanir; burada her veri noktasi sabit sayida nitelikle
tanimlanir (normalde, sayisal veya nominal 6zellikler, ancak diger bazi nitelik tiirleri de
desteklenir). Weka, Java Database Connectivity kullanarak SQL veri-tabanlarina erigim
saglar ve bir veri-tabant sorgusu tarafindan dondiiriilen sonucu isleyebilir. Weka,
Deeplearning4;j ile derin 6grenmeye de erisim saglar. Yogun iliskisel veri madenciligine
sahip degildir, ancak baglantili veri-tabani tablolarinin bir koleksiyonunu Weka kullanarak
islemek i¢in uygun olan tek bir tabloya doniistiirmek i¢in yazilim modiilleri vardir. Weka

dagiliminda yer alan algoritmalarin kapsamadig1 bir diger 6nemli alan dizi modellemesidir.

3.6.5. Sas

SAS ("Istatistiksel Analiz Sistemi"), SAS Institute tarafindan gelistirilmis analitik, ¢ok
degiskenli analiz, i zekasi, veri yonetimi ve tahmine dayali analitik i¢in gelistirilen bir
yazilim paketidir. SAS, c¢esitli kaynaklardan veri toplayabilen, degistirebilen, yoneten ve
alan ve lizerinde istatistiksel analiz yapabilen bir yazilim paketidir. SAS, teknik olmayan
kullanicilar ve SAS dili aracilifiyla daha gelismis segenekler i¢in grafiksel bir kullanici
arabirimi saglar. SAS programlari, verileri alan ve isleyen DATA/VERI adimlara ve

verileri analiz eden PROC adimlarina sahiptir. Her adim bir dizi ifadeden olusur.

VERI basamagi, yazilimin bir islem gerceklestirmesine neden olan ¢alistirilabilir ifadelere
ve bir veri kiimesini okumak veya verilerin goriinimiinii degistirmek icin talimatlar

saglayan bildirici ifadelere sahiptir. VERI basamaginin iki asamasi vardir: derleme ve
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yiirlitme. Derleme asamasinda, bildirici ifadeler islenir ve sézdizimi hatalar1 tanimlanir.
Daha sonra, yiirlitme asamasi her calistirilabilir ifadeyi sirayla isler. Veri kiimeleri,
"gozlem" olarak adlandirilan satirlar ve "degisken" olarak adlandirilan siitunlar igeren
tablolara ayrilmistir. Ek olarak, her veri pargasi bir tanimlayiciya ve bir degere sahiptir.

PROC adimi, adlandirilmis prosediirleri ¢agiran PROC ifadelerinden olusur. Prosediirler,
istatistikler, analizler ve grafikler iiretmek i¢in veri kiimeleri lizerinde analiz ve raporlama
yapar. 300'den fazla prosediir var ve her biri 6nemli miktarda programlama ve istatistik
caligmas1 icermektedir. PROC ifadeleri ayrica sonuglar1 goriintiileyebilir, verileri

siralayabilir veya diger islemleri gergeklestirebilir [47].

3.6.6. Enterprise miner

Enterprise miner, farkli kaynaklar arasinda biiylik miktarda veri iizerinde dogru kestirici ve
aciklayict modeller olusturmak igin bir ¢éziim ortami saglar.SAS;zengin, etkilesimli
gorsellestirme ve veri kesfi ile modeller olusturmak i¢in esnek bir veri hazirlama ve
yonetim Ozellikleri sunar. SAS, daha hizli yanit ve sonuglar i¢in bellek i¢i, veri-tabani i¢i
ve grid/izgara yeteneklerini kullanir. Kurumlarin karmasik verileri analiz etmelerini,
yararl bilgiler bulmalarimi ve giivenle hareket etmelerini saglayan yiiksek teknoloji tahmin
analizleri ve veri madenciligi yeteneklerine sahiptir. Enterprise Miner'in grafik ara-yiizi,
kullanicilarin bes asamali SAS SEMMA (6rnekleme, kesif, degistirme, modelleme ve
degerlendirme) yaklasimini kullanarak veri madenciligi siirecinde mantiksal olarak hareket
etmelerini saglar. Bu, veri madencileri ve is analistlerinin dogru tahminde ve tanimlayici
modeller olusturmak i¢in daha hizli calisabilmesi ve is siireclerinde paylasilabilecek ve
birlestirilebilecek sonuglar {iretebilmesi igin optimize edilmis bir mimariyi sunar.
Kullanim1 kolay, siirlikle ve birak ara-ylizii, analitik profesyonellere hitap etmek icin
tasarlanmistir. Geligsmis analitik algoritmalar, basarili bir veri madenciligi girisiminde
gerceklestirilen temel gorevler altinda diizenlenir. R dili kodu, bir SAS Kurumsal Madenci
stire¢ akis semasinin i¢ine entegre edilebilir. Bu, veri doniisiimii ve kesif islemlerinin yani
sira R'de denetlenen ve denetimsiz modelleri egitme ve puanlama gergeklestirilmesini de

saglar [48].
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3.6.7. Kxen

InfiniteInsight, KXEN tarafindan gelistirilen ve analitik profesyonellere yardimci olan
ongoriicli bir modelleme paketi ve verilerden bilgi almak icin bir platform saglar. Diger
islevler arasinda, Platform, Java Veri Madenciligi ara-ylizii tarafindan tanimlanan ve ifade
edilen degisken ©Onem, smiflandirma, regresyon, segmentasyon, zaman serileri, iiriin
onerileri ve sosyal ag analizi i¢in kullanilir. Program bir davranisin veya degerin tahminini,
bir zaman serisinin tahminini veya benzer davranisa sahip bir grup davranis Oriintiisiiniin
anlagilmasin1 saglar. Gelismis islevleri arasinda davranigsal modelleme, model kodunu
farkli hedef ortamlara verme veya SAS veya SPSS veri dosyalarinin iistiine 6ngoriicii

modeller olusturma yer alir [49].

3.6.8. Insightful miner

Insightful Miner, karar vericilere is performansini artirmak ve finansal riskleri azaltmak
icin gereken yanitlar1 veren analitik uygulamalar olusturmak icin Olgeklenebilir bir veri
analizi platformudur. Insightful Miner, tiim veri analizi slirecini destekleyerek, genis bir
kurulus yelpazesinin faaliyetlerinde maliyetleri diisiirmek ve {ist diizey istikrar ve

biiylimeyi tesvik etmek i¢in tahmine dayali analitik olarak dagitilmalarini saglar.

Insightful Miner, modern ve sezgisel gorsel calisma ara-ylizii ile sofistike veri analizi
uygulamalar1 olusturma siirecini hizlandirir ve basitlestirir. Sagladig1 kolayliklar ile yeni
veri analistleri bile geleneksel yontemlerle gereken siirenin bir boliimiinde titiz analitik
uygulamalar olusturabilir. Ozel programlama uzmanligina ihtiyag duyulmaz, bdylece

mevcut kaynaklarinizi kullanarak derhal sonug alabilmektedir [50].

3.6.9. Affinium model

Affinium Model, otomatik tahmin modelleme ¢ozlimleri koleksiyonudur. Genel olarak,
Affinium Model, tiim veri-tabani pazarlama modelleme ve profil olusturma ihtiyaglari i¢in
eksiksiz bir ¢dziim sunar. Ihtiya¢ olan belirli bir modiilii, ihtiya¢ duyuldugunda segebilir

veya modiilleri birlikte kullanilabilirdir.
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Affinium Model, iki sunucu gerektiren web tabanli bir uygulamadir: Arka ug¢ sunucu ve
web sunucusu. Sunuculart kurduktan sonra, Affinium Modelini makinenizde en iyi sekilde
calisacak sekilde yapilandirmak gerekebilir. Ardindan Affinium Model'i, tarayic1 ve ag

sunucusuna ag erisimi olan herhangi bir makineden galistirabilirsiniz [51].

3.6.10. Statistica data miner

Statistica, orijinal olarak StatSoft tarafindan gelistirilen ve Mart 2014'te Dell tarafindan
satin alinan bir analitik yazilim iirlinleri ve ¢oziimleri paketidir. Yazilim, ¢esitli tahmine
dayali modelleme, kiimeleme, siniflandirma ve kesif teknikleri yaninda, bir dizi veri
analizi, veri yOnetimi, veri gorsellestirme ve veri madenciligi prosediirlerini igerir.
Ucretsiz, agik kaynakli R programlama ortami ile entegrasyon yoluyla ek teknikler

kullanimina olanak saglayabilir [52].

3.6.11. Inlen

Bu platform, veri tabanlarindan bilgi elde etmek i¢in INLEN adinda genis ¢apli, ¢ok tipli
bir akil yiiriitme sisteminin gelistirilmesi ile ilgilidir. Sistem, genel veri-tabanlar1 veya
egilimleri, anlamli iligkileri, kavramsal veya sayisal diizenleri veya biiyiik veri-
tabanlarindaki anomalileri kesfetmesinde kullaniciya yardimei olur. Veri-tabanindaki bilgi
hacmi genellikle bir veri analistinin bu tiir kaliplar1 veya diizenlilikleri tespit edebilmesi
icin ¢ok biiyliktiir. INLEN, sembolik 6grenme ve istatistik tekniklerini veri-tabani ve bilgi
taban1 teknolojilerine entegre eder. Bir veri kiimesini karakterize eden kurallar1 kesfetmek,
anlamli kavramsal siniflandirmalar olusturmak, benzerlikleri tespit etmek ve kurallar icin
aciklamalari olusturmak, verileri karakterize etmek, yeni ilgili degiskenleri segcmek ve/veya

tiretmek i¢in bir kullaniciya “bilgi olusturma operatérleri” (KGO'lar) sunar [53].

3.6.12. Dbminer

Biiytik iligkisel veri tabanlarinda ¢ok seviyeli bilginin etkilesimli madenciligi i¢in bir veri
madenciligi sistemi olan DBMiner, yillarca siiren arastirmalarimiza dayanarak
gelistirilmistir. ~ Sistem, genelleme, karakterizasyon, ayrimcilik, iliskilendirme,
siiflandirma ve tahmin dahil olmak tizere genis bir yelpazede veri madenciligi islevleri

saglar. Oznitelik odakli indiiksiyon, madenciligin ¢ok seviyeli kurallar igin asamali



51

derinlesmesi ve meta-kural giidiimlii bilgi madenciligi dahil olmak iizere bir¢ok ilging veri
madenciligi tekniginin eklenmesiyle, sistem, iyi bir performans ile kullanici dostu,

etkilesimli veri madenciligi ortam1 saglamaktadir [54].

3.6.13. Darwin

Darwin, evrimsel farkliliklar temelinde ¢esitlilik ve filo genetik analiz i¢in gelistirilmis bir
yazilim paketidir. Aga¢ ve faktoring temsili i¢in standart yontemler onerilmis, 6zellikle
veri dogruluguna duyarlilik sorununu ele alan 6zgiin ve 6zel yaklasimlarla gelistirilmistir.

Farkl1 veriler i¢in ¢esitli farkliliklar ve uzaklik tahminleri Onerir: nicel, nitel, ikili, DNA
dizisi gibi. Farkliliklarin o6zellikleri biiyiik Ol¢iide arastirilmis ve uygun Ozellikleri geri
kazanmak icin doniisiimler Onerilmistir. Temel Koordinat analizi, birimler arasindaki

mesafeyi en iyi sekilde koruyan Oklid planlarinda grafiksel gosterimler iiretir [55].

Agac yapim yontemleri, c¢esitli toplama kriterleri (agirlikli veya agirliksiz), Komsu
Birlestirme agaci (agirlikli veya agirliksiz), Puanlar yontemini igeren hiyerarsik agaclar
icerir. NJTree ve Skorlarin sirali uzantilari, veri hatasina duyarliligi azaltmaya calisir.
Topolojik kisitlamalar altindaki NJTree, baz1 veri alt kiimelerinin 6nceden bilinen bir agag
yapisinin zorlanmasina izin verir. NJTree'deki onyiikleme ve etkili birimleri tespit etmek
icin orijinal bir yontem, agacin veriler tarafindan nasil desteklendigini tahmin etmek icin

kullanilabilmektedir.

3.7. Egitimde Veri Madenciligi Alaninda Yapilan Calismalar

Egitimde veri madenciligi alaninda yapilan c¢aligmalar Ogrencilerin egitim siirecinde
kaliteyi artirmanin yani sira bu bireylerin egitimden aldiklari katkiyr en iist seviyeye
cikarmak amaciyla yapilmaktadir. Son zamanlarda siklikla yapildigin1 gordiiglimiiz bu

alanda gerceklestirilmis olan bazi ¢alismalar kaynak ve igcerik manasinda incelenmistir.

Bresfelean ve arkadaglari (2008) tarafindan yapilan ¢alismada veri madenciligi
modellerinden olan veri kiimeleme ve siniflandirma metotlarindan faydalanilarak 6grenci
durumlart belirlenmeye calisilmis ve ders basarisizligi sebeplerinin ortaya ¢ikarilarak

ogrenci basarisizliklarinin 6nlenmesi ve giderilmesi amaglanmistir [56].
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Sengiir ve Tekin (2013) tarafindan yiiriitiilen ¢alismada ise Firat Universitesi Bilgisayar ve
Ogretim Teknolojileri Ogretmenligi programini 2011 yilinda bitiren 127 6grencinin lisans
egitimi boyunca sorumlu olduklar1 49 kiiltiir ve mesleki derse ait donem sonu notlart VM
yontemlerinden ikisi  kullanilarak mezuniyet notlarmin tahmin edilmesi ile

gerceklestirilmistir [57].

Bozkir ve arkadaslar1 (2009) tarafinca gerceklestirilen calismada, 2008 yilinda Ogrenci
Se¢me Sinavina katilmis olan 10.000 6grencinin sosyal statiileri, egitim stiregleri ve anne-
baba egitim seviyesi gibi bilgiler 6grenilmis ve VM metotlar1 ile incelenmistir. OSS’de
basar1 durumunu gosteren esit agirlik, sdzel ve sayisal puanlari ve bu puan tiirlerinin
Tiirkiye geneli bagar1 sirastyla OOBP ve AOBP gibi sonuglaria dogrudan etki eden en
Oonemli unsurlar belirlenmis ve arastirma neticesinde dikkat ¢ekici bagintilar elde edilmistir

[58].

Bray (2007), 6zel ders ve olasi sonuglarinin incelemek iizere gerceklestirdigi calismasinda,
Hindistan’da 6zel ders imkanina sahip 6grencilerin basari seviyelerinin Singapur, Cin,
Malezya, Srilanka ve Japonya’daki 6grencilere nazaran goreceli sekilde yiiksek oldugu
sonucuna ulagsmustir. Ayrica 6zel dersin sikligina bagli olarak ders basarisinda yiikselme
oldugu gozlemlemis ve bu 6zel ders sikliginin degiskenleri; sosyoekonomik imkanlar

olarak adlandirilan toplu unsura dayandirilmustir. [59].

Kristiansen v.d (1991 akt. Ramaswami ve Bhaskaran, 2010), ergenlerde, 6z saygi, viicut
kitle endeksi (BMI), saglik tutumlar1 ve akademik basari arasindaki baglantiyr ortaya
koyabilme amaciyla bir ¢alisma yiiriitiilmiistiir. Bu arastirmada, Izlanda’da 6346 ergen
birey ile arastirma yapilmis ve disiik viicut kitle endeksi, fiziksel hareket ve iyi beslenme
davraniglarinin egitim alaninda basarili olma agisindan oldukga baglantili oldugu sonucuna

ulagilmistir [60].

Can (2017), tarafindan ylriitilen ¢alismada bir kamu egitim kurumunun 6grencilerine
donem sonu ders degerlendirme anketi uygulamislardir. Anket 5820 adet iiniversite
ogrencisine uygulanmistir. SPSS Clementine ve WEKA programlar1 kullanilarak veriler
lizerinde lojistik regresyon ve karar agaci algoritmalar1 olusturulmus ve elde edilen

sonuglar yorumlanmigtir. Yapilan analiz sonuglarina gore, derslerin bagarisinin 6grencinin
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mesleki gelisimlerini artirmasit ve diinya gorlislinii gelistirmesi ile baglantili oldugu

gorilmistiir [21].

Kurt ve Erdem (2012), tarafindan yapilmis olan bu ¢alismada Ogrenci basarilarini
etkileyebilecek unsurlar degisik VM algoritma ve modelleriyle ele alinmistir. Ekonomik,
sosyal, kisisel, cevresel varyantlar iizerindeki yapilan uygulamada mezuniyet sonrasi
mezun olunan bolimle ilgili bir iste calisip ¢alismama olasiliginin basariy1 yiiksek oranda
etkiledigi, arastirmaci bir karaktere sahip olmanin basariya ulagsma manasinda dikkate
deger bir etkiye sahip oldugu, basarisiz bireylerin biiyiikk cogunlugunun hedeflemedigi
programda egitim aldigi, Ogrencilerin orta Ogretim transkript ortalamalari ile lisans
ortalamalar1 arasinda baglanti oldugu ve cinsiyetin basariy1 belirlemede dikkate deger

herhangi bir etkisi olmadigi saptanmustir [61].

Aydin (2007), tarafindan yapilan bu g¢alismada Anadolu Universitesi Uzaktan Egitim
Sisteminde okuyan 6grencilere iligkin ¢esitli kaynaklarda yer alan veriler birlestirilerek bir
uygulama meydana getirilmistir. Uzaktan Egitim Sisteminin planlama asamasina katkida
bulanabilecek &6grenci basarilarini tahmin etmek amaciyla bir veri madenciligi model
gelistirilmis ve mezun olan Ogrencilerin profillerini belirlemek i¢in veri madenciligi
modellerinden olan kiimeleme calismasi yapilmistir. Ogrenci basarisini tahmin etme de
model olarak C5.0 karar agaci algoritmasi kullanilmistir. Onerilen bu modelin karar
kurallar1 sisteme eklenerek 6grenci basarilarini tahmin etmek amaciyla kullanilabilecegi
ongoriilmektedir. Mezun olan 6grencilere dair yapilan uygulamada “K-means” teknigi
kullanilarak bes kiime meydana gelmistir. Yapilan kiimeleme analizi sonucunda 6grenci
basaris1 ve bilgisayar kullanimi arasinda sonuglar1 dogrular nitelikte bir iliski oldugu

gortilmistiir [62].

Can (2017), tarafindan yapilan bu ¢aligmada temel egitim 6grenim goren dgrencilerin her
ders i¢in ulagmasi beklenilen genel amaglara yonelik belirlenen kazanimlarin gegeklesip
gerceklesmedigi, eksik olan kazanimlar ve bu kazanimlar arasindaki anlamli iliskiler
arastirilarak 6grencilerin ortadgretime gegisinden Once eksik kalan kazanimlarinin tespit
edilmesi amaglanmistir. Arastirmada 2015-2016 egitim-6gretim yili Il. donem Temel
Egitimden Ortadgretime Gegis smavinda yer alan Din Kiiltiiri ve Ahlak Bilgisi,
Matematik, Tiirkge, T.C. Inkilap Tarihi ve Atatiirkgiiliik, Fen ve Teknoloji derslerinden

siava giren O6grencilerin bilgileri kullanilmistir. Bu simavda sorulan sorular incelenmistir.
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Talim Terbiye Kurulu Baskanliginca 2015/2016 egitim ogretim yili baslangicinda
yayinlanan kazanim c¢izelgelerinde bulunan sorularla ilgili kazanimlar belirlenmistir.
Belirlenen kazanimlar RapidMiner ve Weka veri madenciligi programlar1 araciligiyla Fp-
Growht ve Apriori birliktelik analizi algoritmalar1 kullanarak incelenmistir. Ogrencilerin
en ¢cok dogru cevap verdigi dersin Din Kiiltiirii ve Ahlak Bilgisi en az dogru cevap verdigi

dersin ise Matematik dersi oldugu goriilmiistir [20].

Ayik, Ozdemir ve Yavuz (2007) tarafindan yapilan bu calismada Atatiirk Universitesi
orgiin egitim dgrencilerinin mezun olduklart lise tiirleri ve diploma notlar1 ile kazandiklar
fakiilteler arasindaki baglanti, veri madenciligi tekniklerinden yararlanarak incelenmistir.
Lise tirti diploma notlarinin, kazanilan fakiilte {izerindeki 6neminin tespit edilebilmesi
amaglanmistir. Bu calismaya gore, lise tiirlinlin istenilen bir iiniversite kazanilmasinda
etkisinin ¢ok biiylik oldugu, yine diploma notunun da ayni derecede 6nemli oldugu tespit

edilmistir [63].
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4, MATERYAL VE YONTEM

4.1. Arastirmanin Amaci

Bu arastirmanin amaci Amasya Universitesi uzaktan egitim 6n lisans &grencilerinin
zamaninda mezun olabilme durumlarii veri madenciligi uygulamalarini kullanarak
onceden tahmin etmektir. Boylece, zamanin da mezun olma potansiyelini barindirmayan
ogrenciler tespit edilebilecektir. Bu durumda bulunan 6grencilere gerekli danigsmanlik ve
rehberlik  faaliyetleri uygulanarak  Ogrencilerin  zamaninda mezun  olmalari
saglanabilecektir. Bu dogrultuda veri madenciligi algoritmalar1 ile 6grencilerin zamaninda

mezun olma durumlar1 tahmin edilerek, bu algoritmalara ait sonuglar karsilastirilmastir.

Bu kapsamda, ¢alismada 2016/2017 egitim 6gretim yilinda Amasya Universitesi uzaktan
egitim on lisans boliimlerine kayit yaptiran 6grencilerin bilgileri, Amasya Universitesi
bilgi islem merkezinden alinarak bu uygulamada kullanilmistir. Bilgi islem merkezinden
alinan bu ham veriler; Amasya Universitesi uzaktan egitim 6n lisans boliimlerinden kayit
yaptiran ogrencilerin 2016/2017 giiz donemi ders notlar1, 2016/2017 bahar dénemi ders

notlari, yas, cinsiyet ve mezuniyet durum bilgilerini icermektedir.

Ogrencilerin mezuniyet durumlarmi tahmin etmek amaciyla her béliim dgrencilerine ait
veriler ayr1 ayr1 analiz edilmistir. Bu siiregte 6grencilerin I. ve II. donem ders notlari, yas
ve cinsiyet bilgileri kullanarak TV. donem sonunda mezuniyet durumlarini tahmin etmek
icin 5 farkl algoritma ile analiz yapilmistir. Analizlerde Rapidminer 9.2 siiriimil igerisinde
yer alan algoritmalardan karar agaglari, naive bayes, random forest, destek vektor makinesi
ve yapay sinir aglar1 algoritmalari ile tahminde bulunulmaya g¢alisilmistir. Ayrica her
boliime uygulanan algoritmalarin sonuglar1 karsilastirilarak en iyi performansi gosteren

algoritmalar da bulunmaya calisilmigtir.

4.2. Veri Toplama Siireci

Bu arastirmanin evrenini 2016 yilinda Amasya Universitesi uzaktan egitim 6n lisans
ogrencilerine ait bilgiler olusturmaktadir. Belirtilen yilda Amasya Universitesi uzaktan
egitim on lisans programina 5 farkli boliimde o6grenci alimi gergeklestirilmistir. Bu

boliimler asagida belirtilmistir:
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e Tibbi Dokiimantasyon ve Sekreterlik
e Mekatronik

e internet ve Ag Teknolojileri

e Cocuk Geligsimi

o Elektrik

Bu béliimlere kayit yaptiran tiim 6grencilere ait ders yilsonu notlar1, mezuniyet durumlari,
yas ve cinsiyet bilgileri tniversitenin bilgi islem birimine basvuru yapilarak talep
edilmistir. Amasya Universitesi bilgi islem merkezi tarafindan tiim bilgiler bir excel

dosyas1 formatinda verilmistir.

4.3. Veri Temizleme

Amasya Universitesi bilgi islem merkezi tarafindan excel formatinda sunulan dosya
incelendiginde 6grencilere ait olan bazi 6zelliklerin siitunlarda yer aldigi, baz1 6zeliklerin
satirlarda yer aldigi goriilmiistiir. Veriler ilizerinde yapilacak islemlerde niteliklerin
tamaminin ayn1 diizende olmas1 gerektiginden tiim nitelikler siitunlar haline
dontistirilmistiir. Bu islemi gergeklestirmek igin visual basic script’ler kullanilmistir.
Excel dosyasi i¢ine yazilan visual basic script’ler ile satirlar halinde olan nitelikler

stitunlara dontistiiriilmiistiir.

Ik olarak veri setinde yer alan verilerden hatali olan veya null degerli veriler excel
programinda bu alanlara filtre uygulanarak tespit edilmis ve silinmistir. Ayrica tiim
iiniversitelerde ortak olarak bulunan derslerden ( Tiirk Dili I, Tiirk Dili II, Atatiirk ilkeleri
ve Inkilap Tarihi I, Atatiirk Ilkeleri ve Inkilap Tarihi II, Yabanci Dil I, Yabanci Dil II) bazi
ogrencilerin muaf olmasi, bazi 6grencilerin de notlarinin eksik olmasi nedeniyle bu dersler
de silinerek veri setinden ¢ikarilmistir. Yapilacak ¢aligmaya katki saglayacak nitelikler ve
alabilecegi degerler ¢ocuk gelisimi boliimii i¢in Cizelge 4.1° de, tibbi dokiimantasyon ve
sekreterlik boliimii i¢in Cizelge 4.2° de, elektrik boliimii icin Cizelge 4.3 de, internet ve ag
teknolojileri boliimii icin Cizelge 4.4’ de, mekatronik bolimii icin Cizelge 4.5° de

gosterilmistir.
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Cizelge 4.1 Cocuk gelisimi boliimii i¢cin calismada kullanilan nitelikler ve alabilecegi

degerler

Cinsiyet 1,2
Yas 17-40
Aile Planlamasi ve Cinsel Egitim(Se¢meli II) 0-100
Cocuk Gelisimi I 0-100
Cocuk Gelisimi II 0-100
Cocuk Haklar1 Ve Koruma (Se¢meli I) 0-100
Cocuk Saglig1 Ve Hastaliklar 0-100
Cocuk ve Drama 0-100
Cocuk ve Oyun 0-100
[letisim 0-100
[k Yardim 0-100
Meslek Etigi (Se¢meli I) 0-100
Mesleki Uygulamalar 0-100
Ozel Egitim 1 0-100
Ozel Egitim 11 0-100
Stres Ve Kriz Yonetimi (Se¢meli 1) 0-100
Mezun_Durumu 0,1

Cizelge 4.1° de kullanilan cinsiyet alaninda bayanlar i¢in “1” erkekler i¢in “2” rakam

kullanilmigtir. Yas alaninda, 6grencilerin yas araligi belirtilmistir. Her dersin notu “0-100”

arasinda deger alirken, mezun_durumu zamaninda mezun olamayanlar i¢in “0”, zamaninda

mezun olanlar i¢in ise “1” rakamu ile ifade edilmistir. Benzer durum Cizelge 4.2, Cizelge

4.3, Cizelge 4.4 ve Cizelge 4.5 igin de s6z konusudur.



Cizelge 4.2 Tibbi dokiimantasyon ve sekreterlik boliimii igin ¢alismada kullanilan

nitelikler ve alabilecegi degerler

Cinsiyet 1,2

Yas 17-45
Aile Planlamasi ve Cinsel Egitim (Se¢meli II) 0-100
Anatomi 0-100
Biyoistatistik 0-100
Davranig Bilimleri (Se¢meli I) 0-100
Halkla Iliskiler 0-100
Hastaliklar Bilgisi 0-100
Hastaliklarin Uluslar Arasi Siniflandirilmasi I 0-100
[k Yardim (Seg¢meli I) 0-100
Klavye Kullanim Teknikleri I 0-100
Klavye Kullanim Teknikleri I 0-100
Stres Ve Kriz Yonetimi (Se¢meli 1) 0-100
Temel Bilgi Teknolojisi Kullanimi 0-100
Tibb1 Dokiimantasyon I 0-100
Tibb1 Terminoloji 0-100
Tibbi Dokiimantasyon It 0-100
Yazigma Teknikleri 0-100
Mezun_Durumu 0,1
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Cizelge 4.3 Elektrik boliimii i¢in ¢alismada kullanilan nitelikler ve alabilecegi degerler

Cinsiyet 1,2

Yas 18-42
Alternatif Akim Devreleri 0-100
Bilgisayar Destekli Tasarim 0-100
Dogru Akim Devreleri 0-100
Ev Cihazlar: - | 0-100
Is Giivenligi 0-100
Olgme Teknigi 0-100
Sayisal Elektronik 0-100
Temel Elektronik 0-100
Tesisata Giris 0-100
Trafo Ve Dogru Akim Makinalari 0-100
Mezun_Durumu 0,1

Cizelge 4.4 Internet ve ag teknolojileri béliimii igin calismada kullanilan nitelikler ve

alabilecegi degerler

Cinsiyet 1,2

Yas 18-35
Ag Teknolojilerine Giris 0-100
Bilgisayar Donanimi 0-100
E-Ticaret 0-100
Grafik Ve Animasyon 0-100
Isletim Sistemleri 0-100
Matematik 0-100
Nesne Tabanli Programlama 0-100
Ofis Yazilimlar 0-100
Programlama Temelleri 0-100
Web Tasariminin Temelleri 0-100
Mezun_Durumu 0,1
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Cizelge 4.5 Mekatronik boliimii i¢in ¢calismada kullanilan nitelikler ve alabilecegi degerler

Cinsiyet 1,2
Yas 18-38
Alternatif Akim Devre Analizi 0-100
Analog Elektronik 0-100
Bilgisayar Destekli Devre Tasarimi 0-100
Bilgisayarda Programlama 0-100
Dogru Akim Devre Analizi 0-100
Elektrik Elektronik Olgme 0-100
Matematik 0-100
Mekanizmalar 0-100
Mekatronigin Temelleri 0-100
Teknik Meslek Resmi 0-100
Mezun Durumu 0,1
4.4, Veri Doniistiirme

Ham verileri yapilacak olan ¢aligmaya uygun hale getirmek amaciyla bazi veriler iizerinde
verilerin niteligini degistiren doniistimler yapilmistir. Veri kiimesinde zamaninda mezun
olan dgrencilerin mezun durumu alam1 1 olarak doniistiiriilmiisken, zamaninda mezun
olamayan ve aktif olarak goriinen Ogrencilerin mezun durumu alan1 0 olarak
dontistiiriilmiistiir. Ayrica verilerde yer alan dogum tarihi bilgisi veri kiimesinde kullanilan
yas bilgisine gerekli hesaplamalar yapilarak doniistliriilmiis ve uygulama da yas bilgisi
olarak kullanilmistir. Verilerde bulunan cinsiyet alani kadinlar i¢in 1 rakamina erkekler
icin 2 rakamina doniistiiriilmiistiir. Bu doniisiim islemi excel dosyasinda yer alan verilere

bazi basit formiillerin uygulanmas: ile gergeklestirilmistir.

4.5. Veri Analizinde Kullanilan Program

Bu calisma kapsaminda analiz yapilirken makine o6grenmesi, derin Ogrenme, metin
madenciligi ve tahmine dayali analitik i¢in entegre bir ortam saglayan bir veri bilimi
yazilim platformu olan RapidMiner programinin kullanilmistir. Halen yeni siirlimleri

gelistirilmeye  devam eden  RapidMiner programinin en  glincel  siirlimii
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http://www.rapideminer.com adresinden indirilmektedir. RapidMiner yazilimi 6grencilere,
akademisyenlere ve arastirmacilara akademik kullanim i¢in iicretsiz RapidMiner {iiriin
lisanslar1 saglamaktadir. Analiz yapilirken RapidMiner programinin en giincel versiyonu

olan 9.2 siirtimii kullanilmastir.

@) rapidminer

Studio

Version 9.2

Loading Time Series Extension @@.

Free Edition registered to osman kayhan
Copyright (C) 2001 - 2019 RapidMiner GmbH

Sekil 4.1. RapidMiner programinin agilis ekrani

4.6. Arastirma Modelin Olusturulmasi

Amasya Universitesi uzaktan egitim on lisans dgrencilerinin zamaninda mezun olabilme
durumlarini veri madenciligi uygulamalarini kullanarak dnceden tahmin etmektir. Bu amag
dogrultusunda bu c¢alismada veri madenciligi algoritmalar1 kullanilmistir. On islemeler
sonucunda 5 bolim 6grencilerine ait kayitlar tizerinde karar agaclari, naive bayes, random
forest, yapay sinir aglari, destek vektér makinesi algoritmalar1 uygulanmistir. Olusturulan
veri kiimesinde bulunan kayitlar Rapidminer programai icerisinde bulunan Splitdata 6zelligi
ile verilerin %701 egitim, %30°u test i¢in kullanilacak tabloda boliinmiistiir. Bu bolme
islemi yapilirken her gruptan 6rneklem sayisi mezuniyet durumlarina gore esit bir bigcimde

ayarlanmistir.

Bu c¢alisma0Oda Ogrencilerin 2016/2017 gliz donemi ve 2016/2017 bahar donemi ders
notlari, cinsiyet ve yaslar1 dikkate alinarak 6grencilerin mezuniyet durum tahmin edilmeye
calisilmistir. Her bolim i¢in karar agaglari, naive bayes, random forest, destek vektor
makinesi ve yapay sinir aglar1 algoritmalar1 kullanilmistir. Analiz asamasinda her bolim

i¢in olusturulan veriler ayr1 ayrt RapidMiner programina import edilmistir. Daha sonra
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RapidMiner programi igerisinde yer alan Set Role ile label alan1 yani tahmin edilecek alan
secilmistir. Yapilan analizde Mezun_durumu alani label alan olarak belirlenmistir. Daha
sonra Split Data 6zelligi ile verilerin %701 egitim verisi, %30’u test verisi olacak sekilde
ayarlanmigtir. Bir sonra ki asama da kullanilan algoritma segilip, algoritma sonucunda
olusan performans degerlerini hesaplamak igin program igerisinde yer alan
Performance(Binominal Classification) kullanilmistir. Mekatronik bolimi i¢in karar
agaclar algoritmasiyla yapilan analizde kullanilan model ornek olarak Sekil 4.2 de
gosterilmistir. Diger boliim ve algoritmalar i¢in veriler ve uygulanan algoritmalar segilerek

modeller olusturulmustur.

Set Role Decision Tree Performance
lab per BS
per % exa [Es
vy res
Retrieve mekatroni... Apply Model
f’ out rmod lab
& : uril ’ rmiod
v
Sekil 4.2 Analiz ekrani

4.6.1. Arastirma modelinde kullanilan siniflandirma Kriterleri

Model basarimin1 degerlendirirken kullanilan temel kavramlar dogruluk orani(Accuracy),
kesinlik (Precision), duyarlilik (Recall), F-ol¢iitii (F-Measure) ve kappa istatistigidir
(Kappa Statistics).

Yapilan analiz sonucunda smiflandirma modelinin bagarisi hata matrisindeki dogru
siniflandirilan  degiskenler ile  yanlis  smiflandirilan  degigkenlerin  sayisiyla
hesaplanmaktadir. Hata matrisinde satirlar test kiimesindeki drneklere ait gergek sayilari,
kolonlar ise modelin tahminlemesini ifade etmektedir. Cizelge 4.6 da iki sinifli bir veri
kiimesinde olusturulan bir modelin hata matrisi verilmistir. n X n boyutlarindaki bir hata
matrisinde ana kdsegen dogru tahminlenmis 6rnek sayilarini; ana kdsegen disinda kalan
matris elemanlari ise hatali sonuglar1 vermektedir. TP (True Pozitif) ve TN(True Negatif)
degerleri dogru smiflandirilmis 6rnek sayisidir. False Pozitif (FP), aslinda 0 (negatif)

simifindayken 1 (pozitif) olarak tahminlenmis 6rneklerin sayisidir. False Negative (FN) ise
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1 (pozitif) smifindayken O (negatif) olarak tahminlenmis Orneklerin sayisini ifade

etmektedir [64]. Hata matrisi Cizelge 4.6° da gosterilmistir.

Cizelge 4.6 Hata Matrisi

Tahmin Edilen Stmif
Sinif=0 Simif=1
Sinif=0 TN FP
Gergek Siif
Smif=1 FN TP

Dogruluk Orani(Accuracy): Smifi dogru bulunmus 6rnek sayisinin (TP +TN), toplam
ornek sayisina (TP+TN+FP+FN) oranidir [64].

| ~ TN + TP @)
CCUracY =FEN+ TN + TP + FP '

Kesinlik(Precision): Dogru simiflandirilmis pozitif 6rneklem sayisinin sinifi pozitif olarak

ongoriilmiis toplam 6rneklem sayisina oranidir [65].

TP
poio 4.2
Precision —TP TFN (4.2)

Duyarhlik (Recall): Dogru simiflandirilmis pozitif 6rneklem sayisinin gergek sinifi pozitif
olan tiim 6rneklemlerin sayisina oranidir. Duyarlilik, gerg¢ek pozitiflik orani (True Positive

Rate) olarak da adlandirilir [65].

TP
= 4.3
Recall TP+ FP (4.3)

F-Olgiitii (F-Measure): Cogunlukla kesinlik ve duyarlilik arasinda zit bir iliski vardir ki
birinin degerini arttirmak digerinin degerini diisiirebilir. Bu nedenle daha kesin ve duyarlh

sonug¢lar elde etmek i¢in her iki 6l¢iitiin harmonik ortalamasi olan F-6lgiitii kullanilir [64].

oM 2 X Recall X Precision (4.4)
easure = Recall + Precision '

Kappa Istatistigi: Kappa istatistigi, yapilan tahminin dogruluk &l¢iisiidiir. Kappa sonuglar
[0,1] araliginda degisir. Kappa degeri 0,4 ile 0,6 arasinda ise orta seviyede bir uyum
vardir. 0,6 ile 0,8 arasinda ise iyi seviyede bir uyum vardir. 0,8 ile 1 arasinda ise ¢ok iyi

seviyede bir uyum vardir.
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S. BULGULAR

5.1. Cocuk Gelisimi Boliim Ogrencilerinin Zamaninda Mezun Olma Durumlarina

fliskin Bulgular

Bu baglikta uzaktan egitim cocuk gelisimi bdliim Ogrencilerin zamaninda mezun olma
durumlarina iliskin yapilan analizlere yer verilmektedir.

5.1.1. Karar agaci modelinin basarim olgiitii

Amasya Universitesi uzaktan egitim ¢ocuk gelisimi boliimiinde 6grenim goren 6grencilerin

karar agaglari algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.1 de gosterilmistir.

Cizelge 5.1 Cocuk gelisim boliimii i¢in karar agaci algoritmasi sonuglari

PerformanceVector:

accuracy: 84,85% kappa: 0,604
ConfusionMatrix: ConfusionMatrix:

True: 0 1 True: 0 1
0: 6 3 0: 6 3
1: 2 22 1: 2 22

precision: 91,67% (positive class: 1)
ConfusionMatrix:

recall: 88,00% (positive class: 1)
ConfusionMatrix:

True: 0 1 True: 0 1
0: 6 3 0: 6 3
1: 2 22 1: 2 22

f_measure: 89,80% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 6 3
1: 2 22

Elde edilen analiz sonuglar1 incelendiginde, karar agaglar1 algoritmasi, g¢ocuk gelisimi

boliim 6grencilerinin mezuniyet durumunu %84,85 ile dogru siniflandirmastir.

5.1.2. Naive bayes modelinin basarim olgiitii

Amasya Universitesi uzaktan egitim cocuk gelisimi bdliimiinde 6grenim 6grencilerin naive

bayes algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.2° de gosterilmistir.



Cizelge 5.2 Cocuk gelisim boliimii i¢in naive bayes algoritmasi sonuglari
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PerformanceVector:

accuracy: 78,79%
ConfusionMatrix:

True: 0 1
0: 6 5
1: 2 20

kappa: 0,488
ConfusionMatrix:

True: 0 1
0: 6 5
1: 2 20

precision: 90,91% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 6 5
1: 2 20

recall: 80,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 6 5
1: 2 20

f_measure: 85,11% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 6 5
1: 2 20

Elde edilen analiz sonuglar incelendiginde, naive bayes algoritmasi, gocuk gelisimi boliim

ogrencilerinin mezuniyet durumunu %78,79 ile dogru siniflandirmigtir.

5.1.3. Random forest modelinin basarim olgiitii

Amasya Universitesi uzaktan egitim c¢ocuk gelisimi béliimiinde okuyan o6grencilerin

random forest algoritmasiyla yapilan analiz sonuglar1 Olgiitleri Cizelge 5.3 de

gosterilmistir.

Cizelge 5.3 Cocuk gelisim boliimii i¢in random forest algoritmasi sonuglari

PerformanceVector:

accuracy: 81,82%
ConfusionMatrix:

True: 0 1
0: 5 3
1: 3 22

kappa: 0,505
ConfusionMatrix:

True: 0 1
0: 5 3
1 3 22

precision: 88,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 5 3
1: 3 22

recall: 88,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 5 3
1: 3 22

f_measure: 88,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 5 3
1: 3 22

Elde edilen analiz sonuglar1 incelendiginde, random forest algoritmasi, ¢ocuk gelisimi

boliim 6grencilerinin mezuniyet durumunu %81,82 ile dogru siniflandirmistir.
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5.1.4. Destek vektor makinesi modelinin basarim 6l¢iitii

Amasya Universitesi uzaktan egitim ¢ocuk gelisimi boliimiinde okuyan dgrencilerin destek

vektor makinesi algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.4 de gosterilmistir.

Cizelge 5.4 Cocuk gelisim boliimii i¢in destek vektor makinesi algoritmasi sonuglart

PerformanceVector:

accuracy: 90,91%
ConfusionMatrix:

True: 0 1
0: 5 0
1: 3 25

kappa: 0,716
ConfusionMatrix:

True: 0 1
0: 5 0
1 3 25

precision: 89,29% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 5 0
1: 3 25

recall: 100,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 5 0
1 3 25

f_measure: 94,34% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 5 0
1 3 25

Elde edilen analiz sonuglari incelendiginde, destek vektér makinesi algoritmasi, ¢ocuk

gelisimi bolim dgrencilerinin mezuniyet durumunu %90,91 ile dogru siniflandirmistir.

5.1.5.  Yapay sinir aglar1 modelinin basarim olgiitii

Amasya Universitesi uzaktan egitim gocuk gelisimi béliimiinde okuyan 6grencilerin yapay

sinir aglar1 algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.5’ de gosterilmistir.

Cizelge 5.5 Cocuk gelisim boliimii i¢in yapay sinir aglart modelinin algoritmasi sonuglari

PerformanceVector:

accuracy: 84,85%
ConfusionMatrix:

True: 0 1
0: 5 2
1: 3 23

kappa: 0,569
ConfusionMatrix:

True: 0 1
0: 5 2
1 3 23

precision: 88,46% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 5 2
1: 3 23

recall: 92,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 5 2
1 3 23

f_measure: 90,20% (positive class: 1)
ConfusionMatrix:

True: 0 1

0: 5 2

1: 3 23
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Elde edilen analiz sonuglar incelendiginde, yapay sinir aglar1 algoritmasi, ¢ocuk gelisimi

boliim 6grencilerinin mezuniyet durumunu %84,85 ile dogru siniflandirmastir.

5.1.6. Cocuk gelisimi boliimii i¢in olusturulan modellerin karsilastirilmasi

Cocuk gelisimi boliimiinde 6grenim goren 111 6grencinin mezun olma durumlarini tahmin
etmede su on alt1 6zellik kullanilmistir: “Cinsiyet” , ”Yas”, ”Aile Planlamas1 Ve Cinsel
Egitim (Se¢meli II)”, ”Cocuk Gelisimi I”, “Cocuk Gelisimi II”, “Cocuk Haklar1 Ve
Koruma (Se¢meli I1)”, “Cocuk Sagligi Ve Hastaliklar”, “Cocuk Ve Drama”, “Cocuk Ve
Oyun”, “Iletisim”, “ilk Yardim®, “Meslek Etigi (Se¢meli I)”, “Mesleki Uygulamalar”,
“Ozel Egitim 17, “Ozel Egitim 11", “Stres Ve Kriz Yonetimi (Segmeli II)”. Bu 6zellikler
tizerinde Karar agaglari, Random Forest, Naive Bayes, Yapay Sinir Aglar1 ve Destek
Vektor Makinesi algoritmalari ile analiz edilerek her algoritma igin olusturulan modele ait
performans gostergeleri daha onceki boliimlerde verilmistir. Algoritmalar arasinda
karsilagtirma  yapabilmek icin her modele ait Dogruluk Orani(Accuracy),
Kesinlik(Precision), Duyarlilik (Recall), F-Olgiitii (F-Measure), Kappa Istatistigi degerleri

alimmistir. Bu degerler asagidaki cizelgede gosterilmistir.

Cizelge 5.6 Cocuk gelisim boliimii i¢in olusturulan modellerin karsilastirilmasi

Algoritmalar Dogruluk | Kappa | Kesinlik | Duyarhilik | F-Olgiitii
Karar Agaclar %84,85 0,604 | %91,67 %088,00 289,80
Naive Bayes %78,78 0,488 | %90,91 | %80,00 %85,11
Random Forest %81,82 0,505 | %88,00 | %88,00 %388,00
Destek Vektor Makinesi | %90,91 0,716 | %89,29 | %100,00 | %94,34
Yapay Sinir Aglar %84,85 0,569 | %88,46 %092,00 290,20

Algoritmalarin dogru siniflandirma yiizdelerine bakildiginda en yiiksek dogruluk oraninin
destek vektor makinesi algoritmasina ait oldugu goriilmektedir. Tahmin dogrulugunu
Olcen Kappa istatistigine gore en iyi sonucu destek vektor makinesi algoritmasi
vermektedir.  Kesinlik(Precision) degerine  bakildiginda  karar agaclar1  diger
algoritmalardan daha iyi performans gostermektedir. Algoritmalarin duyarliliklarina
bakildiginda destek vektor makinesi algoritmasinin diger algoritmalardan daha iyi oldugu

gorilmektedir. F-ol¢iitii duyarlilik ile kesinlik degerlerinin harmonik bir ortalamasindan
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olusmaktadir. Bu degere bakildiginda yine en iyi sonucu destek vektor makinesi
algoritmasinin verdigi anlasilmaktadir. Dogru siniflandirma ytizdesi ve Kappa istatistigine
bakildiginda en kotli sonucu veren algoritmanin naive bayes algoritmasi oldugu

goriilmektedir.

5.2. Tibbi Dokiimantasyon ve Sekreterlik Bolim Ogrencilerinin Basarim

Olciitlerinin Incelenmesi

Bu baslikta uzaktan egitim tibbi dokiimantasyon ve sekreterlik boliim Ogrencilerin
zamaninda mezun olma durumlarina iliskin yapilan analizlere yer verilmektedir.

5.2.1. Karar agaci modelinin basarim oél¢iitii

Amasya Universitesi uzaktan egitim tibbi dokiimantasyon ve sekreterlik boliimiinde
okuyan ogrencilerin karar agaglari algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.7’ de

gosterilmistir.

Cizelge 5.7 Tibbi dokiimantasyon ve sekreterlik bolimii i¢in karar agaci algoritmasi

sonuglar1
PerformanceVector:
accuracy: 93,10% kappa: 0,859
ConfusionMatrix: ConfusionMatrix:
True: 1 0 True: 1 0
1 11 2 1 11 2
0: 0 16 0: 0 16
precision: 100,00% (positive class: 0) recall: 88,89% (positive class: 0)
ConfusionMatrix: ConfusionMatrix:
True: 1 0 True: 1 0
1: 11 2 1: 11 2
0: 0 16 0: 0 16
f_measure: 94,12% (positive class: 0)
ConfusionMatrix:
True: 1 0
1: 11 2
0: 0 16

Elde edilen analiz sonuglart incelendiginde, karar agaclar1 algoritmasi, tibbi
dokiimantasyon ve sekreterlik boliim Ogrencilerinin mezuniyet durumunu %93,10 ile

dogru simiflandirmistir.
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5.2.2. Naive bayes modelinin basarim ol¢iitii

Amasya Universitesi uzaktan egitim tibbi dokiimantasyon ve sekreterlik boliimiinde
okuyan 6grencilerin naive bayes algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.8” de

gosterilmistir.

Cizelge 5.8 Tibbi dokiimantasyon ve sekreterlik boliimii i¢in naive bayes algoritmasi

sonugclari
PerformanceVector:
accuracy: 75,86% kappa: 0,544
ConfusionMatrix: ConfusionMatrix:
True: 1 0 True: 1 0
1: 11 7 1 11 7
0: 0 11 0: 0 11

precision: 100,00% (positive class: 0)
ConfusionMatrix:

recall: 61,11% (positive class: 0)
ConfusionMatrix:

True: 1 0 True: 1 0
1: 11 7 1: 11 7
0: 0 11 0: 0 11

f_measure: 75,86% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 11 7
0: 0 11

Elde edilen analiz sonuglar1 incelendiginde, naive bayes algoritmasi, tibbi dokiimantasyon
ve sekreterlik bolim Ogrencilerinin - mezuniyet durumunu %75,86 ile dogru

siniflandirmistir.

5.2.3. Random forest modelinin basarim oélgiitii

Amasya Universitesi uzaktan egitim tibbi dokiimantasyon ve sekreterlik boliimiinde
okuyan 6grencilerin random forest algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.9’ da

gosterilmistir.
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sonugclari
PerformanceVector:
accuracy: 93,10% kappa: 0,859
ConfusionMatrix: ConfusionMatrix:
True: 1 0 True: 1 0
1: 11 2 1: 11 2
0: 0 16 0: 0 16

precision: 100,00% (positive class: 0)
ConfusionMatrix:

recall: 88,89% (positive class: 0)
ConfusionMatrix:

True: 1 0 True: 1 0
1: 11 2 1: 11 2
0: 0 16 0: 0 16

f_measure: 94,12% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 11 2
0: 0 16

Elde edilen analiz sonuglart incelendiginde, random forest algoritmasi, tibbi
dokiimantasyon ve sekreterlik boliim 6grencilerinin mezuniyet durumunu %93,10 ile dogru

simiflandirmistir.

5.2.4. Destek vektor makinesi modelinin basarim ol¢iitii

Amasya Universitesi uzaktan egitim tibbi dokiimantasyon ve sekreterlik boliimiinde
okuyan 6grencilerin destek vektdr makinesi algoritmasiyla yapilan analiz sonuglar Cizelge

5.10° da gosterilmistir.

Cizelge 5.10 Tibbi dokiimantasyon ve sekreterlik boliimii i¢in destek vektor makinesi

algoritmasi sonuglari

PerformanceVector:

accuracy: 86,21% kappa: 0,717
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1 10 3 1 10 3
0: 1 15 0: 1 15

precision: 93,75% (positive class: 0)
ConfusionMatrix:

recall: 83,33% (positive class: 0)
ConfusionMatrix:

True: 1 0 True: 1 0
1 10 3 1 10 3
0: 1 15 0: 1 15

f_measure: 88,24% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 10 3
0: 1 15
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Elde edilen analiz sonuglari incelendiginde, destek vektér makinesi algoritmasi, tibbi
dokiimantasyon ve sekreterlik boliim Ogrencilerinin mezuniyet durumunu %86,21 ile

dogru simiflandirmstir.

5.2.5. Yapay sinir aglar1 modelinin basarim olciitii

Amasya Universitesi uzaktan egitim tibbi dokiimantasyon ve sekreterlik boliimiinde
okuyan 6grencilerin yapay sinir aglar1 algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.11°

de gosterilmistir.

Cizelge 5.11 Tibbi dokiimantasyon ve sekreterlik boliimil i¢in yapay sinir aglari

algoritmasi sonuglari

PerformanceVector:

accuracy: 89,66% kappa: 0,791
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1: 11 3 1 11 3
0: 0 15 0: 0 ill5)
precision: 100,00% (positive class: 0) recall: 83,33% (positive class: 0)
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1: 11 3 il 11 3
0: 0 15 0: 0 15
f_measure: 90,91% (positive class: 0)

ConfusionMatrix:

True: 1 0

1: 11 3

0: 0 15

Elde edilen analiz sonuglar1 incelendiginde, yapay sinir aglar1 algoritmasi, tibbi
dokiimantasyon ve sekreterlik boliim O6grencilerinin mezuniyet durumunu %89,66 ile

dogru simiflandirmistir.

5.2.6. Tibbi dokiimantasyon ve sekreterlik boliimii i¢in olusturulan modellerin

karsilastirilmasi

Tibbi Dokiimantasyon ve Sekreterlik boliimiinde 6grenim goren 97 6grencinin mezun olma
durumlarini tahmin etmede su on sekiz 6zellik kullanilmistir: “Cinsiyet”, “Yas”, “Aile
Planlamasi ve Cinsel Egitim (Se¢meli I1)”, “Anatomi”, “Biyoistatistik, “Davranis Bilimleri
(Secmeli I)”, “Halkla Iliskiler”, “Hastaliklar Bilgisi”, “Hastaliklarin Uluslar Arasi
Simiflandirilmast 17, “Ilk Yardim (Se¢meli 1)”, “Klavye Kullanim Teknikleri I”, “Klavye
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Kullanim Teknikleri 117, “Stres ve Kriz Yonetimi (Se¢meli II)”, Temel Bilgi Teknolojisi
Kullanim1”, “T1ibb1 Dokiimantasyon I, “Tibb1 Terminoloji”, “Tibbi Dokiimantasyon II”,
“Yazisma Teknikleri”. Bu oOzellikler lizerinde Karar agaglari, Random Forest, Naive
Bayes, Yapay Sinir Aglar1 ve Destek Vektor Makinesi algoritmalar ile analiz edilerek her
algoritma icin olusturulan modele ait performans gostergeleri daha onceki boliimlerde
verilmigtir. Algoritmalar arasinda karsilastirma yapabilmek i¢in her modele ait Dogruluk
Orani(Accuracy), Kesinlik(Precision), Duyarlilik (Recall), F-Olgiitii (F-Measure), Kappa

[statistigi degerleri alinmistir. Bu degerler Cizelge 5.12° de gosterilmistir.

Cizelge 5.12 Tibbi Dokiimantasyon ve Sekreterlik boliimii i¢in olusturulan modellerin

karsilastirilmasi
Algoritmalar Dogruluk | Kappa | Kesinlik | Duyarhilik | F-Olgiitii
Karar Agaglart %93,10 0,859 | %100,00 | %88,89 %94,12
Naive Bayes %75,86 0,544 | %100,00 | %61,11 %75,86
Random Forest %93.10 0.859 | %100.00 | %88.89 %94,12
Destek Vektor Makinsei | %86,21 0,717 | %93,75 2083,33 %088,24
Yapay Sinir Aglari %89,66 0,791 | %100,00 | %83,33 %90,91

Algoritmalarin dogru siniflandirma yiizdelerine baktigimizda en yiiksek dogruluk oranim
ayn1 oranla karar agaglar1 ve random forest algoritmasi vermektedir. Tahmin dogrulugunu
Olcen Kappa istatistigine gore en iyi sonucu karar agaci ve random forest algoritmasi
vermektedir. Kesinlik(Precision) degerine baktigimizda destek vektor makinesi algoritmasi
diger algoritmalara gore daha diisiik bir performans gostermektedir. Algoritmalarin
duyarliliklarina baktigimizda random forest ve karar agaclar1 algoritmalarinin ilk sirada yer
aldig1 gortilmektedir. Duyarlilik ile kesinlik degerlerinin harmonik bir ortalamasindan
olusan F-0l¢iitiine baktigimizda karar agaclari ile random forest ve destek vektér makinesi
ile yapay sinir aglarmin ayni sonucu verdigi goriilmiistiir. Dogru simiflandirma yiizdesi ve
Kappa istatistigine baktigimizda en diisiik performansi gosteren algoritmanin naive bayes

algoritmas1 oldugu goriilmektedir.
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5.3. Internet ve A§ Teknolojileri Boliim Ogrencilerinin Basarim Olgiitlerinin

Incelenmesi

Bu baslikta uzaktan egitim internet ve ag teknolojileri boliim Ogrencilerin zamaninda
mezun olma durumlarina iliskin yapilan analizlere yer verilmektedir.

5.3.1. Karar agaci1 modelinin basarim odlgiitii
Amasya Universitesi uzaktan egitim internet ve ag teknolojileri boliimiinde okuyan
ogrencilerin karar agaglart algoritmasiyla yapilan analiz sonuglari Cizelge 5.13° de

gosterilmistir.

Cizelge 5.13 Internet ve ag teknolojileri boliimii i¢in karar agaci algoritmasi sonuglart

PerformanceVector:

accuracy: 83,33% kappa: 0,571
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1: 4 0 1: 4 0
0: 1 1 0: 1 1

precision: 50,00% (positive class: 0)
ConfusionMatrix:

recall: 100,00% (positive class: 0)
ConfusionMatrix:

True: 1 0 True: 1 0
1: 4 0 1: 4 0
0: 1 1 0: 1 1

f_measure: 66,67% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 4 0
0: 1 1

Elde edilen analiz sonuglari incelendiginde, karar agaclari algoritmasi, internet ve ag
teknolojileri bolim  &grencilerinin - mezuniyet durumunu %83,33 ile dogru

siniflandirmistir.

5.3.2. Naive bayes modelinin basarim olgiitii

Amasya Universitesi uzaktan egitim internet ve ag teknolojileri boliimiinde okuyan
ogrencilerin naive bayes algoritmasiyla yapilan analiz sonuglari Cizelge 5.14° de

gosterilmistir.
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Cizelge 5.14 Internet ve ag teknolojileri boliimii igin karar agaci algoritmasi sonuglart

PerformanceVector:

accuracy: 80,00%
ConfusionMatrix:

True: 1 0
1: 3 0
0: 1 1

kappa: 0,545
ConfusionMatrix:

True: 1 0
1: 3 0
0: 1 1

precision: 50,00% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 3 0
0: 1 1

recall: 100,00% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 3 0
0: 1 1

f_measure: 66,67% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 3 0
0: 1 1

Elde edilen analiz sonuglari incelendiginde, naive bayes algoritmasi, internet ve ag

teknolojileri boliim 6grencilerinin mezuniyet durumunu %80,00 ile dogru siniflandirmustir.

5.3.3. Random forest modelinin basarim olg¢iitii

Amasya Universitesi Uzaktan egitim internet ve ag teknolojileri bdliimiinde okuyan

ogrencilerin random forest algoritmasiyla yapilan analiz sonuglari Cizelge 5.15° de

gosterilmistir.

Cizelge 5.15 Internet ve ag teknolojileri boliimii i¢in random forest algoritmas sonuglart

PerformanceVector:

accuracy: 80,00%
ConfusionMatrix:

True: 1 0
1 3 0
0: 1 1

kappa: 0,545
ConfusionMatrix:
True: 1
1: 3
0: 1

= O o

precision: 50,00% (positive class: 0)
ConfusionMatrix:

True: 1 0
1 3 0
0: 1 1

recall: 100,00% (positive class: 0)
ConfusionMatrix:

True: 1 0
1 3 0
0: 1 1

f_measure: 66,67% (positive class: 0)
ConfusionMatrix:

True: 1 0
1 3 0
0: 1 1

Elde edilen analiz sonuglarina gore, random forest algoritmasi, internet ve ag teknolojileri

boliim 6grencilerinin mezuniyet durumunu %80,00 ile dogru siniflandirmastir.
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5.3.4. Destek vektor makinesi modelinin basarim ol¢iitii

Amasya Universitesi uzaktan egitim internet ve ag teknolojileri boliimiinde okuyan
ogrencilerin destek vektor makinesi algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.16°

da gosterilmistir.

Cizelge 5.16 Internet ve ag teknolojileri boliimii igin destek vektdr makinesi algoritmasi

sonugclari
PerformanceVector:
accuracy: 60,00% kappa: -0,250
ConfusionMatrix: ConfusionMatrix:
True: 1 0 True: 1 0
1: 3 1 1: 3 1
0: 1 0 0: 1 0

precision: 0,00% (positive class: 0)
ConfusionMatrix:

recall: 0,00% (positive class: 0)
ConfusionMatrix:

True: 1 0 True: 1 0
1: 3 1 1: 3 1
0: 1 0 0: 1 0

f_measure: unknown (positive class: 0)
ConfusionMatrix:

True: 1 0
1 3 1
0: 1 0

Elde edilen analiz sonuglar1 incelendiginde, destek vektor makinesi algoritmasi, internet ve
ag teknolojileri bolim 6grencilerinin  mezuniyet durumunu  %60,00 ile dogru

siiflandirmistir.
5.3.5.  Yapay sinir aglar1 modelinin basarim olciitii
Amasya Universitesi uzaktan egitim internet ve ag teknolojileri bdliimiinde okuyan

ogrencilerin yapay sinir aglart algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.17° de

gosterilmistir.
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sonugclari
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PerformanceVector:

accuracy: 40,00%
ConfusionMatrix:

True: 1 0
1: 2 1
0: 2 0

kappa: -0,364
ConfusionMatrix:

True: 1 0
1: 2 1
0: 2 0

precision: 0,00% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 2 1
0: 2 0

recall: 0,00% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 2 1
0: 2 0

f_measure: unknown (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 2 1
0: 2 0

Elde edilen analiz sonuglar1 incelendiginde, yapay sinir aglar1 algoritmasi, internet ve ag

teknolojileri boliim 6grencilerinin mezuniyet durumunu %40,00 ile dogru siniflandirmistir.

5.3.6. Internet ve ag teknolojileri béliim 6grencileri icin olusturulan modellerin

karsilastirilmasi

Internet ve Ag Teknolojileri boliimiinde 6grenim géren 21 ogrencinin mezun olma

durumlarin1 tahmin etmede su on iki 6zellik kullamilmistir: “Cinsiyet”, “Yas”, “Ag

Teknolojilerine Giris”, “Bilgisayar Donanimi”, “E-Ticaret”, “Grafik Ve Animasyon”,

“Isletim Sistemleri”, “Matematik”, “Nesne Tabanli Programlama”, “Ofis Yazilimlar1”,

“Programlama Temelleri”, “Web Tasarimimin Temelleri”. Bu 6zellikler iizerinde Karar

agaclari, Random Forest, Naive Bayes, Yapay Sinir Aglar1 ve Destek Vektor Makinesi

algoritmalar1 ile analiz edilerek her algoritma i¢in olusturulan modele ait performans

gostergeleri daha onceki boliimlerde verilmistir. Algoritmalar arasinda karsilastirma

yapabilmek i¢in her modele ait Dogruluk Orani(Accuracy), Kesinlik(Precision), Duyarlilik

(Recall), F-Olgiitii (F-Measure), Kappa Istatistigi degerleri alinmistir. Bu degerler Cizelge

5.18” de gosterilmistir.
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Cizelge 5.18 Internet ve ag teknolojileri bdliimii igin olusturulan modellerin

karsilastirilmast
Algoritmalar Dogruluk | Kappa | Kesinlik | Duyarlilik | F-Olgiitii
Karar Agaclar %083,33 0,571 | %50,00 %0100,00 %066,67
Naive Bayes %80,00 0,545 | %50,00 | %100,00 | %66,67
Random Forest %80,00 0,545 | %50,00 | %100,00 | %66,67
Destek Vektor Makinesi | %60,00 -0,250 | %0,00 %0,00 -
Yapay Sinir Aglar %40,00 -0,364 | %0,00 90,00 -

Algoritmalarin dogru siniflandirma yiizdelerine baktigimizda en yiiksek dogruluk oranini
%83.33 oran ile karar agaglari algoritmasi vermektedir. Kappa istatistigi incelendiginde
karar agaclari, naive bayes ve random forest pozitif sonug verirken destek vektor makinesi
ve yapay sinir aglar1 algoritmasi negatif sonu¢ verdigi goriilmektedir. Kesinlik(Precision),
duyarlilik(recall) ve f-Olgiitii degerlerine baktigimizda karar agaglari, naive bayes ve
random forest algoritmalart ayni sonucu verdigi goriilmistiir. Diger iki algoritmanin
kesinlik, duyarlik ve f- olciitii degerleri diger algoritmalara gore diisiik ¢ikmigtir. Dogru
siiflandirma yiizdesine baktigimizda en diisiik performansi gosteren algoritmanin yapay

sinir aglari algoritmasi oldugu goriilmektedir.

5.4. Elektrik Boliim Ogrencilerinin Basarim Olgiitlerinin Incelenmesi

Bu baglikta uzaktan egitim elektrik bolim 6grencilerin zamaninda mezun olma
durumlarina iliskin yapilan analizlere yer verilmektedir.

5.4.1. Karar agact modelinin basarim ol¢iitii

Amasya Universitesi uzaktan egitim elektrik béliimiinde okuyan dgrencilerin karar agaglar:

algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.19” da gosterilmistir.
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Cizelge 5.19 Elektrik boliimii i¢in karar agaglar1 algoritmasi sonuglari

PerformanceVector:

accuracy: 85,71%
ConfusionMatrix:

True: 0 1
0: 4 0
1: 1 2

kappa: 0,696
ConfusionMatrix:
True: 0
0: 4
1 1

N O

precision: 66,67% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 0
1: 1 2

recall: 100,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 0
1: 1 2

f_measure: 80,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 0
1: 1 2

Elde edilen analiz sonuglari incelendiginde, karar agaclari algoritmasi elektrik boliim

ogrencilerinin mezuniyet durumunu %85,71 ile dogru siniflandirmistir.

5.4.2. Naive bayes modelinin basarim olgiitii

Amasya Universitesi uzaktan egitim elektrik boliimiinde okuyan &grencilerin naive bayes

algoritmasiyla yapilan analiz sonuglari Cizelge 5.20° de gosterilmistir.

Cizelge 5.20 Elektrik boliimii igin naive bayes algoritmasi sonuglari

PerformanceVector:

accuracy: 85,71%
ConfusionMatrix:

True: 0 1
0: 4 0
1: 1 2

kappa: 0,696
ConfusionMatrix:
True: 0
0: 4
1 1

N O

precision: 66,67% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 0
1: 1 2

recall: 100,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 0
1: 1 2

f_measure: 80,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 0
1: 1 2

Elde edilen analiz sonuglar1 incelendiginde, naive bayes algoritmasi, elektrik bdlim

ogrencilerinin mezuniyet durumunu %85,71 ile dogru siniflandirmistir.
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5.4.3. Random forest modelinin basarim 6lgiitii

Amasya Universitesi uzaktan egitim elektrik béliimiinde okuyan 6grencilerin random

forest modeliyle yapilan analiz sonucunda analiz sonuglar1 Cizelge 5.21° de gosterilmistir.

Cizelge 5.21 Elektrik boliimii i¢in random forest algoritmasi sonuglari

PerformanceVector:

accuracy: 85,71%
ConfusionMatrix:

True: 0 1
0: 4 1
1: 0 2

kappa: 0,696
ConfusionMatrix:

True: 0 1
0: 4 1
1: 0 2

precision: 100,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 1
1: 0 2

recall: 66,67% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 1
1: 0 2

f_measure: 80,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 1
1: 0 2

Elde edilen analiz sonuglar1 incelendiginde, random forest algoritmasi, elektrik bolim

ogrencilerinin mezuniyet durumunu %85,71 ile dogru siniflandirmustir.

5.4.4. Destek vektor makinesi modelinin basarim olgiitii

Amasya Universitesi uzaktan egitim elektrik boliimiinde okuyan 6grencilerin destek vektor

makinesi algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.22° de gosterilmistir.

Cizelge 5.22 Elektrik boliimii i¢in destek vektor makinesi algoritmasi sonuglari

PerformanceVector:

accuracy: 71,43%
ConfusionMatrix:

True: 0 1
0: 3 1
1: 1 2

kappa: 0,417
ConfusionMatrix:

True: 0 1
0: 3 1
1 1 2

precision: 66,67% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 3 1
1: 1 2

recall: 66,67% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 3 1
1 1 2

f_measure: 66,67% (positive class: 1)
ConfusionMatrix:

True: 0 1

0: 3 1

1 1 2
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Elde edilen analiz sonuglari incelendiginde, Destek Vektor Makinesi algoritmasi, Elektrik

boliim 6grencilerinin mezuniyet durumunu %71,43 ile dogru simiflandirmstir.

5.4.5. Yapay sinir aglar1 modelinin basarim odlgiitii

Amasya Universitesi uzaktan egitim elektrik boliimiinde okuyan 6grencilerin yapay sinir

aglar1 algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.23” de gosterilmistir.

Cizelge 5.23 Elektrik boliimii i¢in yapay sinir aglart algoritmasi sonuglari

PerformanceVector:

accuracy: 71,43% kappa: 0,300
ConfusionMatrix: ConfusionMatrix:

True: 0 1 True: 0 1
0: 4 1 0: 4 1
1: 1 1 1: 1 1

precision: 50,00% (positive class: 1)
ConfusionMatrix:

recall: 50,00% (positive class: 1)
ConfusionMatrix:

True: 0 1 True: 0 1
0: 4 1 0: 4 1
1: 1 1 1: 1 1

f_measure: 50,00% (positive class: 1)
ConfusionMatrix:

True: 0 1
0: 4 1
1: 1 1

Elde edilen analiz sonuglar incelendiginde, yapay sinir aglari algoritmasi, elektrik boliim

ogrencilerinin mezuniyet durumunu %71,43 ile dogru simiflandirmistir.

5.4.6. Elektrik boliim 6grencileri i¢in olusturulan modellerin karsilastirilmasi

Elektrik bolimiinde 6grenim goren 25 dgrencinin mezun olma durumlarini tahmin etmede
su on iki 6zellik kullanilmistir: “Cinsiyet”, “Yas”, Alternatif Akim Devreleri”, “Bilgisayar
Destekli Tasarim”, “Dogru Akim Devreleri” “Ev Cihazlari-I”, “Is Giivenligi”, “Ol¢me
Teknigi”, “Sayisal Elektronik”, “Temel Elektronik”, “Tesisata Giris”, “Trafo ve Dogru
Akim Makinalar1”. Bu 6zellikler lizerinde Karar agaclari, Random Forest, Naive Bayes,
Yapay Sinir Aglart ve Destek Vektor Makinesi algoritmalari ile analiz edilerek her
algoritma igin olusturulan modele ait performans gostergeleri daha onceki boliimlerde

verilmistir. Algoritmalar arasinda karsilastirma yapabilmek i¢in her modele ait Dogruluk
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Orani(Accuracy), Kesinlik(Precision), Duyarlilik (Recall), F-Olgiitii (F-Measure), Kappa

Istatistigi degerleri alinmistir. Bu degerler Cizelge 5.24° de gdsterilmistir.

Cizelge 5.24 Elektrik boliimii i¢in olusturulan modellerin karsilastirilmasi

Algoritmalar Dogruluk | Kappa | Kesinlik | Duyarlilik | F-Olgiitii
Karar Agaclar %085,71 0,696 | %66,67 %0100,00 %80,00
Naive Bayes %85,71 0,696 | %66,67 | %100,00 | %8000
Random Forest %85,71 0,696 | %66,67 | %100,00 | %80,00
Destek Vektor Makinesi | %71,43 0,417 | %66,67 | %66,67 %66,67
Yapay Sinir Aglar %71,43 0,300 | %50,00 | %50,00 %50,00

Algoritmalarin dogru siniflandirma yiizdelerine baktigimizda karar agaglari, naive bayes
random forest algoritmalarin en iyi sonucu verdigi goriilmektedir. Kappa istatistigi
incelendiginde karar agaclari, naive bayes ve random forest 0,696 degeriyle en iyi sonucu
vermektedir. Kesinlik(Precision) degeri incelendiginde yapay sinir aglart diger
algoritmalara gore daha diisiik performans olgiitiine sahip oldugu, duyarlilik(recall) ve f-
Olgiiti  degerlerine baktigimizda Karar Agacglari, Naive Bayes ve Random Forest
algoritmalarmin ayni sonucu verdigi gorilmistir Dogru smiflandirma ylizdesine ve
Kappa istatistigine gore en diisiik performanst gosteren algoritmanin Yapay Sinir Aglar

algoritmasi oldugu goriilmektedir.

5.5.  Mekatronik Béliim Ogrencilerinin Basarim Olgiitlerinin Incelenmesi

Bu baglikta uzaktan egitim mekatronik bolim Ogrencilerin zamaninda mezun olma
durumlarina iligkin yapilan analizlere yer verilmektedir.

5.5.1. Karar agact modelinin basarim él¢iitii

Amasya tniversitesi uzaktan egitim mekatronik bdliimiinde okuyan &grencilerin karar

agaclar algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.25° de gosterilmistir.
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Cizelge 5.25 Mekatronik boliimii i¢in karar agaci algoritmast sonuglari

PerformanceVector:

accuracy: 93,33% kappa: 0,865
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1: 8 1 1: 8 1
0: 0 6 0: 0 6
precision: 100,00% (positive class: 0) recall: 85,71% (positive class: 0)
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1: 8 1 1: 8 1
0: 0 6 0: 0 6
f_measure: 92,31% (positive class: 0)

ConfusionMatrix:

True: 1 0

1 8 1

0: 0 6

Elde edilen analiz sonuglar incelendiginde, karar agaglar1 algoritmasi, mekatronik boliim

ogrencilerinin mezuniyet durumunu %93,33 ile dogru siniflandirmustir.

5.5.2. Naive bayes modelinin basarim 6lciitii

Amasya Universitesi uzaktan egitim mekatronik boliimiinde okuyan 6grencilerin naive

bayes algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.26” da gdsterilmistir.

Cizelge 5.26 Mekatronik boliimii igin naive bayes algoritmast sonuglari

PerformanceVector:

accuracy: 80,00% kappa: 0,545
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1: 3 0 1: 3 0
0: 3 9 0: 3 9
precision: 75,00% (positive class: 0) recall: 100,00% (positive class: 0)
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1: 3 0 1: 3 0
0: 3 9 0: 3 9
f_measure: 85,71% (positive class: 0)

ConfusionMatrix:

True: 1 0

1: 3 0

0: 3 9

Elde edilen analiz sonuglar1 incelendiginde, naive bayes algoritmasi, mekatronik boliim

ogrencilerinin mezuniyet durumunu %80,00 ile dogru siniflandirmistir.
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5.5.3.  Random forest modelinin basarim 6lgiitii

Amasya Universitesi uzaktan egitim mekatronik bdliimiinde okuyan dgrencilerin random

forest algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.27° de gosterilmistir.

Cizelge 5.27 Mekatronik boliimii i¢cin random forest algoritmasi sonuglari

PerformanceVector:

accuracy: 86,67%
ConfusionMatrix:

True: 1 0
1 5 1
0: 1 8

kappa: 0,722
ConfusionMatrix:

True: 1 0
1: 5 1
0: 1 8

precision: 88,89% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 5 1
0: 1 8

recall: 88,89% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 5 1
0: 1 8

f_measure: 88,89% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 5 1
0: 1 8

Elde edilen analiz sonuglari incelendiginde, random forest algoritmasi, mekatronik bolim

ogrencilerinin mezuniyet durumunu %86,67 ile dogru siniflandirmistir.

5.5.4. Destek vektor makinesi modelinin basarim él¢iitii

Amasya Universitesi uzaktan egitim mekatronik béliimiinde okuyan &grencilerin destek

vektor makinesi algoritmasiyla yapilan analiz sonuglar1 Cizelge 5.28° de gosterilmistir.

Cizelge 5.28 Mekatronik boliimii i¢in destek vektor makinesi algoritmasi sonuglari

PerformanceVector:

accuracy: 80,00%
ConfusionMatrix:

True: 1 0
1: 6 1
0: 2 6

kappa: 0,602
ConfusionMatrix:

True: 1 0
1 6 1
0: 2 6

precision: 75,00% (positive class: 0)
ConfusionMatrix:

True: 1 0
1: 6 1
0: 2 6

recall: 85,71% (positive class: 0)
ConfusionMatrix:

True: 1 0
1 6 1
0: 2 6

f_measure: 80,00% (positive class: 0)
ConfusionMatrix:

True: 1 0

1: 6 1

0: 2 6
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Elde edilen analiz sonuglart incelendiginde, destek vektor makinesi algoritmasi,

mekatronik boliim 6grencilerinin mezuniyet durumunu %80,00 ile dogru siiflandirmistir.

5.5.5. Yapay sinir aglar1 modelinin basarim ol¢iitii

Amasya Universitesi uzaktan egitim mekatronik béliimiinde okuyan 6grencilerin yapay

sinir aglar1 algoritmastyla yapilan analiz sonuglar1 Cizelge 5.29° da gosterilmistir.

Cizelge 5.29 Mekatronik boliimii i¢in yapay sinir aglar1 algoritmasi sonuglari

PerformanceVector:

accuracy: 86,67% kappa: 0,732
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1: 7 1 1: 7 1
0: 1 6 0: 1 6
precision: 85,71% (positive class: 0) recall: 85,71% (positive class: 0)
ConfusionMatrix: ConfusionMatrix:

True: 1 0 True: 1 0
1: 7 1 1: 7 1
0: 1 6 0: 1 6
f_measure: 85,71% (positive class: 0)

ConfusionMatrix:

True: 1 0

1: 7 1

0: 1 6

Elde edilen analiz sonuglar1 incelendiginde, yapay sinir aglari algoritmasi, mekatronik

boliim 6grencilerinin mezuniyet durumunu %86,67 ile dogru siiflandirmistir.

5.5.6. Mekatronik boliim égrencileri icin olusturulan modellerin karsilastirilmasi

Mekatronik béliimiinde 6grenim goren 50 Ogrencinin mezun olma durumlarini tahmin
etmede su on iki 6zellik kullanilmigtir: “Cinsiyet”, “Yas”, “Alternatif Akim Devre Analizi”
“Analog Elektronik”, “Bilgisayar Destekli Devre Tasarimi1”, “Bilgisayarda Programlama”,
“Dogru Akim Devre Analizi”, “Elektrik Elektronik Olgme”, “Matematik”,
“Mekanizmalar”, “Mekatronigin Temelleri”, “Teknik Meslek Resmi”. Bu 06zellikler
iizerinde Karar agaglari, Random Forest, Naive Bayes, Yapay Sinir Aglar1 ve Destek
Vektor Makinesi algoritmalari ile analiz edilerek her algoritma i¢in olusturulan modele ait
performans gostergeleri daha Onceki bolimlerde verilmistir. Algoritmalar arasinda
karsilagtirma  yapabilmek i¢in her modele ait Dogruluk  Orani(Accuracy),
Kesinlik(Precision), Duyarlilik (Recall), F-Olgiitii (F-Measure), Kappa Istatistigi degerleri

alimmistir. Bu degerler Cizelge 5.30° da gdsterilmistir.
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Cizelge 5.30 Mekatronik boliimii i¢in olusturulan modellerin karsilastirilmast

Algoritmalar Dogruluk | Kappa | Kesinlik | Duyarlilik | F-Olgiitii
Karar Agaclari %93,33 0,865 | %100,00 | %85,71 %92,31
Naive Bayes %80,00 0,545 | %75,00 | %100,00 | %85,71
Random Forest %86,67 0,722 | %88,99 | %88,99 %88,99
Destek Vektor Makinesi | %80,00 0,602 | %75,00 | %85,71 %80,00
Yapay Sinir Aglar %86,67 0,732 | %85,71 %85,71 %85,71

Algoritmalarin dogru siniflandirma yiizdelerine bakildiginda en yiiksek dogruluk oranin
karar agaclar1 algoritmasina ait oldugu goriilmektedir. Tahmin dogrulugunu 6l¢cen Kappa
istatistigine gore en iyi sonucu karar agaglari algoritmasi vermektedir. Kesinlik(Precision)
degerine bakildiginda karar agaglar1 diger algoritmalardan daha 1iyi performans
gostermektedir. Algoritmalarin duyarliliklarina bakildiginda naive bayes algoritmasinin
diger algoritmalara gore daha performans 6l¢iitiine sahip oldugu goriilmektedir. F-6l¢iitii
duyarlilik ile kesinlik degerlerinin harmonik bir ortalamasindan olusmaktadir. Bu degere
bakildiginda yine en iyi sonucu karar agaclari algoritmasinin verdigi anlasilmaktadir.
Dogru smiflandirma yiizdesi ve Kappa istatistigine bakildiginda en kotii sonucu veren

algoritmanin naive bayes algoritmasi oldugu goériilmektedir.
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6. SONUC VE ONERILER

Ogrencilerin egitim siireci igerisinde akademik basarilarmi ve mezuniyet durumlarini
tahmin etmek oldukca zorlu bir siirectir. Basar1 soyut bir kavram olmakla birlikte basariy1
etkileyen pek ¢ok faktér bulunmaktadir. Ogrencilerin akademik basarisini etkileyen
faktorleri bulmak ve bu faktorlerden 6grencinin basarisini ve mezuniyet durumunu tahmin
etmeye ¢alismak ¢okga bilginin bir arada kullanilmasini gerekli kilmaktadir. Biiyiik veri
yiginlarindan anlamli bir orlintii ortaya g¢ikarmak amaciyla kullanilan yontemlerin en
uygunu veri madenciligidir. Bu arastirmada Amasya Universitesi Uzaktan egitim Merkezi
On lisans 6grencilerinin zamaninda mezun olabilme durumlarini tahmin etmek icin veri
madenciligi modelleri kullanldi. Bunun i¢in Amasya Universitesi Uzaktan Egitim Merkezi
on lisans boliimlerine 2016/2017 akademik yilinda kayit olan 6grencilerin 2016/2017 giiz
donemi ders notlari, 2016/2017 bahar donemi ders notlari, yas ve cinsiyet verileri
kullanildi. Bu bilgiler 1siginda 6grencilerin zamaninda mezun olup olamayacagi tahmin
edilmeye c¢alisildi. Bu amagla veri madenciligi algoritmalarindan siniflandirma teknikleri
kullanild1 ve bu tekniklerden Ogrencilerin mezuniyet durumlarini en iyi tahmin eden

algoritma belirlendi.

Bu calismada Cocuk Gelisimi, Tibbi Dokiimantasyon ve Sekreterlik, internet ve Ag
Teknolojileri, Elektrik ve Mekatronik bdliimleri i¢in ayr1 ayri analiz yapildi. Cocuk
Gelisim boliimiinde 6grenim goéren 111 6grenci, Tibbi Dokiimantasyon ve Sekreterlik
béliimiinde 6grenim goren 97 6grenci, Internet ve Ag Teknolojileri bliimiinde dgrenim
goren 21 Ogrenci, Elektrik boliimiinde ogrenim goren 25 ogrenci ve Mekatronik
boliimiinde 6grenim goren 50 dgrencinin bilgileri kullanildi. Her boliim i¢in ayr1 ayr1 Karar
Agaclari, Naive Bayes, Random Forest, Destek Vektor Makinesi ve Yapay Sinir Aglar
modelleri uygulandi. Tiim modellerde veri kiimesinin %70°1 egitim, %30’u tahmin i¢in

kullanildi.

Cocuk gelisimi boliimiinde en iyi tahmini Destek Vektor Makinesi modeli yaparken, en
diisiik tahmin sonucunu Naive Bayes modeli verdi. Diger boliimlerde en i1yi tahmin Karar
Agaclar algoritmasiyla gergeklesti. En diisiik tahmin oranini ise Tibbi Dokiimantasyon ve
Sekreterlik Boliimii ve Mekatronik béliimii igin Naive Bayes algoritmasi, Internet ve Ag
Teknolojileri boliimii ve Elektrik boliimii i¢in en diisiik tahmin dogruluk oranini Yapay

Sinir Aglar algoritmalar1 verdi.
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Zamaninda mezun olamayan Ogrencilerin biiylik bir kismi okulu birakmaktadir. Ayrica
okulun zamaninda bitirilmemesi kisilerin is hayatina ge¢ atilmasina sebep olmaktadir.
Boylece kisi ve devlet maddi ve manevi agidan zarara ugramaktadir. Bu ¢alisma ile
zamaninda mezun olamayacak Ogrenciler i¢in bir uyar1 mekanizmasi olusturularak
Ogrencilerin bu olumsuz olaylarla karsilasmamasi agisindan 6nem arz etmektedir.
Ogrencilere gerekli uyarilar yapilarak onlarin derslerine daha ¢ok ¢alismalar1 saglanarak,

maddi manevi olusabilecek zararlarin 6niine gegilmektedir.

Bu alanda yapilacak c¢alismalarda zamaninda mezun olma durumlari tahmin edilmesi igin
uygulanacak veri madenciligi siirecine genetik algoritmalar ve dogrusal olmayan regresyon

yontemleri dahil edilerek tahmin dogruluklar: artirilabilir.

Ayrica yapilacak benzer caligmalarda, uzaktan egitim sisteminde bulunan &grencinin
sisteme kag kere girdigi, uzaktan egitim sisteminde ne kadar zaman ge¢irdigi, 6grencilerin
lise diploma notlar1 gibi bilgilerin tahmin edici degisken olarak kullanilmasi, benzer

arastirmalar i¢in Onerilebilir.
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